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14 Mit Kundendaten mehr Nutzen erzeugen

Uwe Leimstoll und Christiane C. Okonek

Kundendaten sind eine wichtige Wissensquelle fir Marketing und Kommunikati-
on. Besonders wertvoll sind Daten, die einer bestimmten Person zugeordnet wer-
den konnen. Sie bilden das ,,Kundenprofil“. Auf der Basis von Kundenprofilen
lassen sich viele Marketing- und Kommunikationsmassnahmen sowie auch die
Interaktion mit dem Kunden im E-Commerce individueller gestalten. Die Anpas-
sung der Kommunikation an die individuellen Bedurfnisse eines Kunden wird als
»Personalisierung® bezeichnet. Dieser Beitrag zeigt an zwei unterschiedlichen
Beispielen, wie Kundenprofile systematisch aufgebaut, analysiert und fur die per-
sonalisierte Kommunikation genutzt werden kénnen.

14.1 Wieso Kundendaten?

Kundenbindung ist ein zentrales und zeitloses Schlagwort in Vertrieb und Marke-
ting. Schon seit etlichen Jahren ist in vielen Mérkten eine Zunahme der Wettbe-
werbsintensitat zu beobachten. Das zwingt Unternehmen dazu, Kunden langfristig
an das Unternehmen zu binden. Denn bekanntlich ist in hart umk&mpften Markten
der Erhalt bestehender Kunden mit weniger Aufwand verbunden als die Gewin-
nung neuer Kunden.

Eng mit der Kundenbindung verknupft ist die Kommunikation. Die Kommunikati-
on mit Kunden wird im Marketing-Jargon héufig als ,,Kundendialog“ bezeichnet.
Wer mit Kunden in Dialog treten will, kann dies nicht unvorbereitet tun. Kunden-
dialog erfordert Wissen uber den Kunden, tber seinen Bedarf, lber seine Beson-
derheiten und vieles mehr. Dieses Wissen entsteht mitunter im persénlichen Kun-
denkontakt, aber es liegt gerade dann nicht als explizites Wissen vor. Haufig ist es
nur in den Képfen der betreffenden Mitarbeitenden vorhanden und steht dann auch
nur diesen zur Verflgung. Was also tun, wenn die Kommunikation mit dem Kun-
den auf eine breitere Mitarbeiterbasis gestellt oder gar automatisiert werden soll?
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Das Wissen Uber den Kunden muss dazu in einer maschinell verarbeitbaren Form —
also in Form von Daten — verflighar gemacht werden. Dies ist mitunter ein sehr
aufwandiger und langwieriger Prozess. Alternativ dazu besteht die Mdglichkeit,
aus Daten, die Uber Kunden bereits gespeichert sind (also ,,Kundendaten®), neues
Wissen ber die Kunden zu generieren.

Jedes Unternehmen verfigt in der Regel Uber eine Vielzahl von Kundendaten.
Dazu zdhlen in erster Linie Kundenstammdaten und Transaktionsdaten. Diese
Daten werden héufig nicht genutzt, um das Angebot starker an den Bedurfnissen
des einzelnen Kunden auszurichten oder den Kundendialog personlicher zu gestal-
ten. Eine aktuelle Studie Uber die Nutzung von Kundendaten im E-Commerce, wo
durch die Nutzung von elektronischen Plattformen besonders viele Kundendaten
erfasst und gespeichert werden, kommt in diesem Zusammenhang zu zwei wichti-
gen Ergebnissen [Risch 2007]:

e Eine verstarkte Nutzung von Kundendaten wiirde den Anbietern helfen, sich
besser an den Bediirfnissen der Kunden auszurichten.

e Die Ausrichtung von Produkten und Kommunikation an den Kundenbediirfnis-
sen wird fiir die Anbieter kiinftig noch wichtiger werden.

Diese Ergebnisse bilden die Motivation fir den vorliegenden Fachbeitrag. Er soll
zunachst erlautern, welche Quellen von Kundendaten einem Unternehmen zur
Verfligung stehen und wie aus den Daten Kundenprofile werden, die eine zielge-
richtete Datennutzung erlauben (14.2). Im Anschluss daran geht es um Formen und
Varianten der Datennutzung (14.3). Anhand von zwei Beispielen wird beschrieben,
mit welchen Methoden Kundenprofile ausgewertet werden und wie die Ergebnisse
in konkrete Marketing- oder Kommunikationsmassnahmen einfliessen kénnen
(14.4 und 14.5). Ein abschliessendes Kapitel (14.6) vergleicht die Methoden und
zieht Schlussfolgerungen fiir ihre Anwendung.

14.2 Aufbau von Kundenprofilen

Kundendaten fallen im Unternehmen zu ganz unterschiedlichen Gelegenheiten an.
Transaktionsorientierte Systeme liefern Daten Uber die verkauften Produkte und
dartiber, welche Kunden diese Produkte gekauft haben. Weitere Daten sind im
Kunden- und Produktstamm gespeichert oder werden in Customer-Relationship-
Management-Systemen (CRM-Systemen) vorgehalten. Wer seine Produkte im
Internet anbietet, dem stehen weitere Moglichkeiten offen, Kundendaten zu erfas-
sen: In Lodfiles, die auf Webservern den Abruf von Webinhalten protokollieren,
wird unter anderem gespeichert, welche Produkte ein Kunde in einem Katalog
betrachtet hat. Auch Produktbewertungen durch Kunden, die Abfrage von Interes-
sen oder die Einrichtung von Webseiten, auf denen sich Kunden 0ber ihre Erfah-
rungen mit Produkten austauschen kénnen (so genannte Community-Plattformen,
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vgl. Fallstudie buch.ch, S. 201), dienen unter anderem der Gewinnung von Kun-
dendaten.

Werden Kundendaten in verschiedenen Informationssystemen gehalten, stellen sie
in der Regel noch nicht den gewinschten Ausgangspunkt flir eine Datenanalyse
dar. Dazu missen die Daten vereinheitlicht und zusammengefuhrt werden. Um
kundenbezogene Auswertungen machen zu konnen, mussen die Kundendaten
ausserdem in Bezug zu einem konkreten Kunden gesetzt werden. Erst diese Zuord-
nung der Daten zu konkreten Kunden fiihrt zum Kundenprofil, das wie folgt defi-
niert wird [Risch 2008, S. 23]:

Ein Kundenprofil umfasst alle relevanten Kundendaten eines Unternehmens,
die einer eindeutig bestimmbaren Person zugeordnet werden kénnen und die
Aufschluss uber eine bestehende oder potenzielle Geschaftsbeziehung geben.

Tab. 14.1: Kundenprofile — Quelle: In Anlehnung an Quade et al. [2008, S. 44 ff.]

Profil | Inhalte
Explizite Profile

Identifikationsprofil Benutzeridentifikation, Kundenidentifikation

Adressen (geografisch)

Demographie, Funktion, Psychographie

Konditionenprofil Vertrag, Zahlungsart, Versandart

Praferenzprofil Interessen an Themen oder Produkten

Katalog- und Sortimentseinstellungen, Einkaufslisten

Interaktionseinstellungen, bevorzugte Informationskanéle

Gemeinschaftsprofil Beziehungen, Bewertungen, Meinungen, Inhalte
Implizite Profile

Transaktionsprofil Offertanfragen, Kaufe, Riicksendungen

Interaktionsprofil Navigation (Clickstream), Suchanfragen

Verhaltensprofil Kundenkontakte, Reklamationen, Kommunikationskanéale

Response-, Kommunikations- und Zahlungsverhalten

Externe Profile Bonitat, Geographische Daten, Konsumentendaten

Kalkulierte Profile

Verwandtschaftsprofil Nachbarschaftsclique (User-based): Verhaltensmuster
(Collaborative Filtering) Produktinteressen (Item-based): Interessensmuster

Marketingsegmente/-Cluster aus Verhalten & Interessen

Inhaltsprofil Produkte: Empfehlungen nach Produktkategorien
(Content-based Filtering) Themen: Empfehlungen nach Themenkategorien
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Tab. 14.1 zeigt verschiedene Kundenprofile in einer Systematik, die in Abhéngig-
keit von der Herkunft und der Art der Daten gebildet wurde. Darin wirdzwischen
impliziten, expliziten und kalkulierten Profilen unterschieden. Implizite Profile
basieren auf Daten, die von Transaktionssystemen oder im Logfile aufgezeichnet
werden, ohne dass sich der Kunde dessen bewusst sein muss. Die Daten der expli-
ziten Profile hingegen gibt der Kunde ausdriicklich bekannt. Die kalkulierten Profi-
le wiederum enthalten Daten, die von analytischen Systemen berechnet worden
sind und auf deren Basis zum Beispiel Empfehlungen angezeigt werden konnen.

14.3 Nutzung von Kundenprofilen

Der Aufbau von Kundenprofilen orientiert sich sinnvollerweise nicht (nur) an den
im Unternehmen zur Verfiigung stehenden Daten, sondern primar am gewiinschten
Output, der unter Verwendung der Daten erzielt werden soll. Dieser Output besteht
in der Regel aus konkreten Marketing- und Kommunikationsmassnahmen, die mit
Hilfe des in den Daten gespeicherten Wissens Uber den Kunden individualisiert
werden. ,,Individualisiert” bedeutet dabei, dass die Kommunikation mit dem Kun-
den auf die Bedurfnisse des einzelnen Kunden zugeschnitten wird. Dies wird als
»Personalisierung” bezeichnet. Personalisierung wird heute vor allem im Direkt-
marketing eingesetzt und im Bereich des E-Commerce.

Je nach Anwendungsgebiet kommen unterschiedliche mathematische Verfahren
und Algorithmen zum Einsatz, mit denen die Daten analysiert und die gew(inschten
Outputs ermittelt werden. Zu diesen Verfahren zéhlen in erster Linie Filtering-
Methoden, wie Collaborative Filtering oder Content-based Filtering, sowie Data-
Mining-Methoden.

Die folgenden Abschnitte beschreiben exemplarisch zwei unterschiedliche An-
wendungsbereiche und Auswertungsmethoden. In beiden Fallen lassen sich Marke-
ting- und Kommunikationsprozesse durch die Nutzung von Kundenprofilen ver-
kaufsfordernd unterstitzen.

14.4 Personalisierte Empfehlungen mit Collaborative Filtering

Die Personalisierung der Kundenansprache gewinnt heute zunehmend an Bedeu-
tung und geht weit Gber eine persénliche Anrede hinaus. Im E-Commerce bestand
die urspriingliche Idee darin, die vom viel zitierten Tante-Emma-Laden bekannte
persdnliche Kundenbeziehung technisch nachzuahmen. Daraus entstand eine Fiille
von Mdglichkeiten, um Inhalte und Funktionen einer Website an die individuellen
Bediirfnisse eines Benutzers anzupassen. Diese Anpassung bietet dem Kunden
zusétzliche Informationen oder héheren Komfort, die flr ihn einen Mehrwert gene-
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rieren sollen. Dem Verkaufer erlaubt sie die Umsetzung von Verkaufsstrategien,
wie etwa das Cross- und Up-Selling. Dartiber hinaus dient die Personalisierung der
Verbesserung der Mensch-Maschine-Interaktion. Dabei geht es vor allem um die
Verstandlichkeit und Bedienbarkeit der Vorgénge auf einer Website.

Um einem E-Commerce-Kunden personalisierte Informationen oder Funktionen
anbieten zu koénnen, sind intensive Berechnungen erforderlich. Diese werden umso
umfangreicher, je grosser der Kundenbestand, das Sortiment und die Anzahl der
Transaktionen sind. Daraus wird ersichtlich, dass solche Berechnungen nicht erst
dann ablaufen kénnen, wenn ein Kunde die Website besucht. Stattdessen werden
Daten in so genannten Offline-Prozessen nachts, am Wochenende oder auch auf
separaten Systemen verarbeitet und anschliessend als kalkulierte Profile (Tab.
14.1) gespeichert. So stehen sie dann fiir die Echtzeit-Verarbeitung im Onlineshop
zur Verfligung.

Damit die Aufteilung von Berechnungen in Offline- und Onlineprozesse funktio-
niert, werden geeignete Verfahren benétigt. Besonders bewéhrt hat sich ein Colla-
borative-Filtering-Verfahren auf der Basis eines Algorithmus (Rechenschema) von
Deshpande und Karypis [2004]. Dieses Verfahren basiert ausschliesslich auf
Transaktionsdaten, die im Prinzip in jedem Unternehmen vorliegen, das Waren
verkauft. Mit Hilfe des Algorithmus werden Ahnlichkeiten zwischen den Artikeln
des Sortiments berechnet. Zwei Artikel gelten dann als &hnlich, wenn sie von den-
selben Kunden gekauft worden sind. Aus diesen noch allgemeinen Ahnlichkeiten
lassen sich in einem weiteren Schritt personalisierte Produktempfehlungen berech-
nen, indem die Ahnlichkeiten zu den Produkten im Transaktionsprofil, Warenkorb
oder Clickstream eines Kunden aufaddiert werden. Details dazu schildert die Fall-
studie kdmz (S. 187).

Die so berechneten persénlichen Empfehlungen sind in der Regel noch nicht sinn-
voll verwendbar. Sie missen zundchst im Rahmen des Onlineprozesses optimiert
werden. Dabei werden zum Beispiel Saisonartikel, nicht auf Lager befindliche
Acrtikel oder Artikel, die der Kunde schon gekauft hat, herausgefiltert. Umgekehrt
lassen sich Artikel auch gezielt anbieten, z.B. Artikel, die dem Verkéufer eine
hohere Marge bringen oder die aus anderen Griinden abverkauft werden sollen. Die
Mdglichkeiten hierbei, aber auch die Anforderungen an eine sinnvolle Optimie-
rung, sind vielféltig [Leimstoll/Stormer 2007].

14.5 n-dimensionale Kundensegmentierung mit Data Mining

Die Bildung von kalkulierten Profilen unter Verwendung von online oder offline
gewonnenen und angereicherten Kundendaten und eine anschliessende Personali-
sierung der Ergebnisse ermdglichen die Umsetzung des praxisrelevanten An-
spruchs, dem richtigen Kunden zum richtigen Zeitpunkt ein optimales Angebot
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Uber seinen bevorzugten Kommunikationskanal zu unterbreiten. Der Nutzen einer
solchen differenzierten und individualisierenden Vorgehensweise liegt in einer
Reduktion der Kosten pro Kontakt/Anfrage/Auftrag (Cost per Contact/Interest/Or-
der), in einer Optimierung des Angebotsportfolios oder in einer héheren Chance
auf Kundenbindung. Womdglich kann auch eine Erhéhung des Share of Wallet
erzielt werden. Im optimalen Fall lassen sich Deckungsbeitrag und Umsatz erho-
hen.

Notwendige Voraussetzung hierfur ist eine mehrdimensionale Segmentierung des
Kundenbestands, die die Nachteile einer eindimensionalen, rein quantitativen re-
trospektiv gerichteten Kundenqualifizierung, wie z.B. einer auf Umsatz basieren-
den ABC-Kundenklassifizierung, uberwindet [Winkelmann 2004]. Mehrdimensio-
nalitdt meint dabei ganz pragmatisch die Berlcksichtigung verschiedener Aspekte
aus den Kundenprofilen (vgl. Kapitel 14.2), wie es das anschliessende Beispiel
verdeutlicht (Abb. 14.1):
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Abb. 14.1: Beispiel eines Kundensegmentierungsansatzes mit 3+1 Dimensionen

Die x-Achse symbolisiert die am Kundenwert orientierte Betrachtung. Der Kun-
denwert (auch: Customer Value, Customer Lifetime Value) wird haufig mittels
einer RFM-Analyse (Recency, Frequency, Monetary) gemessen, ein vor allem im
Versandhandel weit verbreitetes Kundenqualifizierungsinstrument. Die y-Achse
steht fur inhaltliche Produktnutzung und Produktpréferenzen, die z-Achse fir den
effektiven oder den bevorzugten Vertriebs- oder Kommunikationskanal. Die Zeit-
achse als vierte Dimension deutet zum einen auf die Veranderungen der gesamten
Parameter im Zeitablauf hin. Sie steht zum anderen firr das Kaufverhalten (Kauf-
historie, Kauf-Pattern), das sich im Zeitablauf entwickelt und ebenfalls als Parame-
ter im Rahmen der Segmentierung berlicksichtigt werden kann. Aufgrund dieser
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dynamischen Einfllsse wird offensichtlich, dass es nétig ist, die gesamten Berech-
nungen auf die n Dimensionen des Wirfels in regelméssigen Abstdnden zu wie-
derholen.

Die Herausforderung bei einer ausschliesslich auf dem bisherigen Kundenverhalten
basierenden Segmentierung besteht in der Modellierung eines bisher nicht oder nur
selten vorgekommenen Verhaltens. Dies ist vor allem dann problematisch, wenn
abgebildet werden soll, wie Kunden auf eine strategische Umorientierung (z.B.
Sortimentsbereinigung), Produktlancierung etc. reagieren. Liegen aussagekraftige
Daten aus einer Kundenbefragung vor, konnen die Ergebnisse von der Stichprobe
auf den gesamten Kundenbestand umgelegt, die Kundenprofile also erganzt wer-
den. Letztlich kdnnen somit quantitative retrospektive sowie quantitative und qua-
litative prospektive Informationen integriert werden.

An die Stelle des im vorhergehenden Abschnitt beschriebenen Collaborative Filte-
ring als methodisches Instrumentarium treten nun andere Algorithmen/Lésungsan-
sétze aus der Statistik und dem Data Mining. Unter Data Mining wird hier der
Prozess der Entdeckung und Extraktion von vorher unbekannten, validen und po-
tenziell nutzlichen Informationen aus grossen Datenbestdanden verstanden. Diese
Informationen werden zur Vorbereitung von Geschéftsentscheidungen ausgewertet
[Cabena et al. 1998; Striiby et al. 1999].

Ein Teil der heute verfigbaren Data Mining Tools umfasst nicht nur die Algorith-
men, die der explorativen Datenanalyse mit anschliessender Prognose dienen,
sondern integriert vollumfanglich die statistischen Verfahren, die zur Uberpriifung
von Hypothesen oder Annahmen eingesetzt werden. Die folgende Vorgehensweise
charakterisiert den Ablauf jedes Analyseprojekts (Tab. 14.2):

Tab. 14.2: Systematische Arbeitsschritte in Data-Mining-Projekten — Quelle: SPSS: CRISP-
DM [Chapman et al. 2000]

Business Understanding Formulierung des eigentlichen Projektziels aus der Perspekti-
ve des Anwenders.

Data Understanding Datenauswahl gefolgt von Aktivitdten mit dem Ziel, die Daten
kennenzulernen, Probleme der Datenqualitat oder interessie-
rende Teilmengen der Daten zu entdecken.

Data Preparation Aktivitdten zur Generierung der endgultigen Analysedaten.
Darin enthalten ist die Auswahl von Daten, sowohl von Vari-
ablen als auch von Datensétzen, wie auch Transformationen
und das Entfernen von Datenschmutz.

Modelling Auswahl und Anwendung verschiedener Verfahren sowie
Festsetzung der zugehdrigen Parameter.

Evaluation Grundliche Beurteilung der vorhergehenden Schritte um si-
cherzustellen, dass die Ergebnisse der vorgegebenen Zielset-
zung gerecht werden.

Deployment Aufbereitung des gefundenen Wissens in einer dem Auftrag-
geber verstandlichen Form.
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In der anschliessenden Tabelle stehen die fiir das mehrdimensionale Segmentie-
rungsbeispiel denkbaren Analyseschritte, Methoden und Resultate (Tab. 14.3). Die
Schattierungen in der Tabelle gruppieren die Kennzahlen nach den Dimensionen
der Abb. 14.1. Weitere Anwendungsbereiche und Methoden beschreiben Witzig
und Okonek [2007, S. 17]. Die eigentliche Segmentierung wird dann unter Ver-
wendung clusteranalytischer (Gruppen bildender) Verfahren iber diese Kennzah-
len berechnet.

Tab. 14.3: Kennzahlen furr eine mehrdimensionale Segmentierung

Analyseschritte Methoden Resultate (Kennzahlen)

Datenaufbereitung, Diverse, Transform, Validate, | Ausgangsdatei fur Modellierung,

-transformation feature Select transponierte Matrix

Gewinnprognose Time Series Modeler mit z.B. Prognosewerte fir die

Umsatzprognose automatischer Algorithmen- | ndchsten 24 Monate, die nachs-
auswahl ten 3 Quartale etc.

RFM (Recency, Frequen- | RFM Analysis Score = X gewichtete R,F,M

cy, Monetary) = (R*G1)+(F*G2)+(M*Gy)

Prognose: Uberlebenswahr-
scheinlichkeit pro Segment

Prognose Restlange
Kundenlebenszyklus
(Customer Life Cycle)

Kaplan-Meier (fur &-
Survival pro Segment)

Uberlebenswahrscheinlichkeit
pro Kunde fir nachstes Jahr

Cox-Regression

Entscheidungsbaume
(fur Kiindiger ja/nein)

Differenzierungsregeln,
Prognose: kiindigt ja/nein

Kundenwert % der aktuellen und zukiinftigen, mit Hilfe eines Abzinsungsfak-
tors (1/(1+i)") abdiskontierten Gewinne oder Umsétze
Loyalitat Treuejahre / Alter * Anzahl Score, moglicher Gewichtungs-

Teilméarkte

faktor fir den Kundenwert

Kanalpraferenz

Deskriptive Statistiken

Verteilung, Kanalzuordnung

Next-best-product,
Next-best-buy

Sequenzanalyse, A priori,
Carma (Continuous
Association Rule Mining
Algorithm)

Warenkorbe,
Kaufvorhersagen und -chancen
pro Kunde

Produktpraferenz

Peer Group Analysis,
Self-Organizing Maps

Interessens-Cluster

Kontakt-/Kaufmuster

Mustererkennung in Historie,
Quotient

(relatives) Verhaltensmuster
Kontaktzeitpunktempfehlung

Bereits bei quantitativen Kennzahlen wie dem Kundenwert ist der Charakter der
Transaktionsdaten ausschlaggebend fir das spater erreichbare Qualifizierungsni-
veau. Liegen z.B. keine Umsatzdaten auf Monatsebene iiber langere Zeitrdume vor
und lassen sie sich auch nicht inhaltlich vertretbar dahingehend aggregieren, so
sind Zeitreihenanalysen mit entsprechenden Prognosen nicht durchfiihrbar. An die
Stelle einer dynamischen, quantitativ prospektiven Kundenqualifizierung kann
dann nur eine statische Kennzahl treten, die ausschliesslich quantitativ retrospekti-
ve Informationen verwertet, wie z.B. der RFM Score. Dies erschwert die Beurtei-
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lung des Entwicklungspotenzials beim Kunden und die Kalkulation von Kunden-
segmenten unter Berticksichtigung der Entwicklungspotenziale.

Der Fokus liegt hier aber auf der Produktnutzung, den Produktpréferenzen und den
daraus abgeleiteten Empfehlungen. Die Warenkorbanalyse ist eine klassische Data-
Mining-Aufgabe. Dabei werden Produktkombinationen erkannt, Assoziationsre-
geln aufgestellt und personalisierte Produktvorhersagen getroffen. Je nach ange-
wendetem Verfahren kann dabei auch die Reihenfolge des Produkterwerbs bertick-
sichtigt werden (Sequenzanalyse). Verwendung findet die Warenkorbanalyse bei
der Angebotsoptimierung und Produktentwicklung. Die personalisierten Empfeh-
lungen im Sinne eines Next-best-buy unterstitzen die individualisierte Kundenan-
sprache und die Optimierung der Kundensegmentierung.

SPSS Clementine, als Beispiel fur eine Data-Mining-Software, setzt fur vier An-
wendungen der Warenkorbanalyse drei Assoziationsregel-Algorithmen ein [SPSS
2007]. Die optimale Algorithmenwahl ist abhéngig von den Charakteristika der
Datenbasis. Im Ergebnis liefern alle Algorithmen Regeln mit Angaben zu deren
Vorkommen und Verl&sslichkeit. Diese Ergebnisse bilden eine sehr gute Entschei-
dungsbasis fir den Einsatz der Regeln zur Produktprognose. Eine solche Regel
kann beispielsweise wie folgt lauten:

If Produktl & Produkt3 then Produkt2 (& Produkt4)

Das Ergebnis solcher Regeln sind dann einerseits die Kombinationen der Produkte,
die uberdurchschnittlich hdufig zusammen gekauft werden (Warenkdrbe). Daraus
lassen sich Schliisse ziehen fiir die Gestaltung und Préasentation von Sortimenten.
Andererseits lassen sich mit Hilfe der Regeln auch personalisierte Empfehlungen
generieren.

14.6 Anwendung von Personalisierung und Segmentierung

Die beiden Beispiele der vorhergehenden Kapitel sollen deutlich machen, dass es
sehr unterschiedliche Ansatze gibt, um Kundendaten zur Verkaufsférderung zu
nutzen. Ausgangspunkt ist in beiden Féllen der Aufbau systematischer Kundenpro-
file, in denen die Daten konkreten Personen zugeordnet werden. Dies ist eine wich-
tige Voraussetzung, um die Bedurfnisse der eigenen Kunden, ihr Verhalten und
ihren Wert besser kennen zu lernen. Zukinftig wird dieser Aspekt immer wichtiger
werden, um sich einen Wettbewerbsvorteil gegeniber den Mitbewerbern zu si-
chern.

Die Personalisierung im Kundendialog fokussiert sehr stark die Automatisierung
der Kommunikation. lhr Einsatzgebiet liegt heute schwerpunktméssig noch im
E-Commerce, zunehmend aber auch im CRM. Fir die Realisierung von Empfeh-
lungssystemen hat sich — neben dem Verfahren des Content-based Filtering — das
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Collaborative Filtering bewéhrt, das zwar bei der Einflihrung einen gewissen Ini-
tialaufwand bedingt, spater aber weitgehend automatisiert ablduft. Ein Vorteil
dieses Verfahrens sind auch die geringen Anforderungen an die Daten und deren
Pflege. Schon einfache Transaktionsdaten reichen mitunter aus, um mit einigen
erganzenden optimierenden Regeln gute Empfehlungen zu generieren.

Eine n-dimensionale Kundensegmentierung mit Hilfe von Data-Mining-Verfahren
erschliesst ein breiteres Anwendungsfeld. Vor allem im Marketing haben sich
diese Verfahren durchgesetzt, um grosse Datenbestdnde nach sinnvollen Informa-
tionen zu durchforsten. Die Ziele bestehen hier schwerpunktméssig in der optima-
len Allokation von Budgets und in der Vermeidung von Streuverlusten. Anwen-
dungen liegen in der Produktentwicklung, in der Gestaltung von Produktportfolios,
in allen Bereichen der Marktbearbeitung und ebenfalls in der Personalisierung.

In der Praxis nutzen Warenhduser die Ergebnisse einer auf Kassenbondaten basie-
renden Warenkorbanalyse, um ihr Angebot zu optimieren oder optimal zu positio-
nieren. In der Telekommunikationsbranche, aber auch in Banken und Versicherun-
gen, werden Cross- und Up-Selling-Vorschldge zum Teil in Echtzeit in eine Call-
Center-Software integriert oder dem Kundenberater (tagesaktuell) zur Verfiigung
gestellt.

Grundsétzlich kann nahezu jedes Unternehmen auf dem Komplexitétsniveau seiner
Kundendaten von Kundensegmentierung und Personalisierung profitieren. Essen-
tiell ist jedoch die Bereitschaft zur systematischen Pflege und Aktualisierung der
Daten. An erster Stelle stehen da die Adressdaten, ohne die kein erfolgverspre-
chender Kundenkontakt maglich ist. Kundenadressen kdnnen via Portale wie Ad-
ressenPlus.ch aktualisiert und mit sozio-demographischen Informationen, Kommu-
nikationsdaten etc. angereichert werden. Bereits auf der Basis dieser angereicher-
ten Informationen kdnnen rudimentére Kundenprofile erstellt werden. Aus Tran-
saktions- und Verhaltensprofilen I&sst sich zum Beispiel der RFM Score bilden.

Wichtig bei der Nutzung sowohl von Collaborative Filtering als auch von Data
Mining ist der menschliche und statistische Sachverstand. Die von den Verfahren
berechneten Ergebnisse miissen hinsichtlich ihrer Stichhaltigkeit und Verwendbar-
keit beurteilt werden. Bei komplexeren Data-Mining-Verfahren, wie zum Beispiel
einem Sequenzalgorithmus, muss dariber hinaus eine Reihe von statistischen
Masszahlen interpretiert werden kénnen. Dazu wird ein nicht zu unterschétzendes
Know-how bendétigt.





