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Vorwort

Vorwort

Dieser Arbeitsbericht entstand im Rahmen des Forschungsprojekts ,Personalisierung von E-
Commerce-Applikationen 11* (PersECA 1), das am Institut fir Wirtschaftsinformatik der Fach-
hochschule Nordwestschweiz durchgefiihrt wurde. In den PerseCA-Projekten werden in Zu-
sammenarbeit mit mehreren Wirtschaftspartnern Wege erarbeitet, wie E-Commerce-Applika-
tionen zu verbesserten Kundenbeziehungen und zu einem erhdhten Nutzen fir die Kunden
und das Unternehmen beitragen kdnnen.

Personalisierung basiert auf dem Aufbau und der Nutzung von Profilen (z.B. Kunden- und
Produktprofile). In den Profilen werden die Daten gespeichert, die fir die Realisierung von
Personalisierungsfunktionen nétig sind. Zur Erfassung, Speicherung und Auswertung der Pro-
file werden wiederum besondere Technologien bendétigt, die diese Prozesse unterstitzen und
automatisieren. Daraus ergaben sich die zwei Themenschwerpunkte des Projekts PerseCA II:

e Profile und
e Technologien

Diese Themen bilden auch den Gegenstand des vorliegenden Arbeitsberichts. Im Bereich
.Profile“ werden Input- und Output-Profile definiert. Im Bereich ,Technologien* steht die Nut-
zung von Technologien, wie Collaborative Filtering, zur Automatisierung von Personalisie-
rungsfunktionen im Vordergrund.

Das Projekt PerseCA Il wurde in separaten Teilprojekten mit sechs Wirtschaftspartnern durch-
gefuhrt. Dazu zéhlen die Anwendungspartner Actebis (Schweiz) AG, Britsch/Ruegger Tools,
buch.ch, Kantonale Drucksachen- und Materialzentrale Zirich kdmz sowie die Losungsanbie-
ter bbv Software Services AG und Opacc Software AG. In mehreren Workshops wurden zu
Beginn Ideen fir neue Personalisierungsfunktionen gesammelt, anschliessend verdichtet und
priorisiert. Fur die zur Umsetzung ausgewdahlten Funktionen wurden die Detailkonzeption und
die Losungsansatze erarbeitet. Die meisten Partner setzten die neuen Funktionen noch wéah-
rend des Projekts zuerst prototypisch und dann in der Live-Version um.

Die in diesem Arbeitsbericht zusammengestellten Projektergebnisse entstanden zum grossten
Teil in der direkten Zusammenarbeit mit den Wirtschaftspartnern. Die zunéchst theoretisch er-
arbeiteten Losungsansétze wurden mit Daten und in den Systemen der Partner getestet und
anschliessend verfeinert. An dieser Stelle danken wir unseren Wirtschaftspartnern fir die ver-
trauensvolle und enge Zusammenarbeit, die massgeblich zum Gelingen des Projekts beige-
tragen hat. Unserem Hochschulpartner, der Information Systems Research Group an der Uni-
versitat Fribourg, insbesondere Prof. Dr. Andreas Meier, danken wir fir die kompetente Unter-
stitzung bei der Entwicklung innovativer Lésungsansatze.

Das Projekt PersECA 1l wurde gefordert von der Kommission fur Technologie und Innovation
(KTI/CTI) am Bundesamt fur Berufsbildung und Technologie BBT. An dieser Stelle danken wir
der KTI fur die finanzielle Unterstiitzung, ohne die dieses Projekt nicht moglich gewesen wére.

Basel und Bern, im Oktober 2008 Uwe Leimstoll, Henrik Stormer,
Raoul Schneider, Michael Quade, Michael Pz
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Einleitung

1 Einleitung

Uber die letzten 15 Jahre hat das Internet die Beziehung von Unternehmen zu ihren Kunden —
und umgekehrt — tiefgreifend verandert. Durch den einfachen Informationszugang hat die
Markttransparenz erheblich zugenommen, und der Kunde kann mit wenigen Klicks zwischen
den Anbietern wechseln. Infolgedessen verwenden Unternehmen immer mehr Ressourcen
darauf, die Kunden durch besseren Service, individualisierte Angebote oder Kundenbin-
dungsprogramme an das Unternehmen zu binden. Eine zunehmend bedeutende Rolle spielt
dabei die Personalisierung. Unter Personalisierung wird im E-Commerce die individuelle An-
passung von Inhalten und Funktionen von E-Commerce-Applikationen an die speziellen Be-
durfnisse eines Nutzers verstanden. Die Anpassung erfolgt auf der Basis von Daten, die Uber
den Nutzer gespeichert werden.

Das Know-how zur Realisierung von Personalisierungsfunktionen ist heute noch nicht allge-
mein verfugbar, vor allem wenn die Auswertung von Kundendaten komplexe und aufwendige
Berechnungen erfordert. Schwierig fir Shopbetreiber sind auch Auswahl und Gestaltung von
Funktionen, die speziell fir ihnre Kunden geeignet sind. Das Ziel des Projekts bestand deshalb
darin, Methoden und Ldsungsansatze zu erarbeiten, die Unternehmen bei der Einfuhrung
personalisierter Funktionen unterstiitzen. Der vorliegende Arbeitsbericht dokumentiert ausge-
wahlte Ergebnisse des Projekts, die in dem Sinne verallgemeinerbar sind, dass sie auf kon-
krete Anwendungsbereiche tGbertragen werden kdnnen.

Das folgende Kapitel 2 befasst sich mit dem Aufbau und der Pflege von Profilen. Kapitel 3
geht anschliessend auf die grundlegenden Technologien ein, mit denen die Profile ausgewer-
tet und kundenspezifische Informationen gewonnen werden kdnnen. Zwei Anwendungen, die
im Rahmen des Projekts PersECA Il entstanden sind, werden in Kapitel 4 und 5 vorgestellt.
Ein Schlusskapitel fasst die Untersuchungsergebnisse zusammen und zieht Schlussfolgerun-
gen (Kapitel 6).

© 2008 Hochschule fir Wirtschaft FHNW, Institut fir Wirtschaftsinformatik IWI, U. Leimstoll, H. Stormer, R. Schneider 1
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2 Profile fur die Personalisierung

2.1 Kundendaten und Kundenprofile

Personalisierung basiert auf Kundendaten. Dies geht bereits aus der Definition der Personali-
sierung hervor. In Anlehnung an andere Definitionen [z.B. Riecken 2000; Wu et al. 2003] wird
Personalisierung hier wie folgt definiert:

Personalisierung ist die individuelle Anpassung von Inhalten und Funktionen von
E-Commerce-Applikationen an die speziellen Bedirfnisse eines Nutzers. Die An-
passung erfolgt auf Basis explizit oder implizit erhaltener und gespeicherter Daten
uber den Nutzer.

Da es im Bereich des E-Commerce priméar darum geht, Personalisierung zu automatisieren,
muss das Wissen uber den Kunden in einer maschinell verarbeitbaren Form — also in Form
von Daten — verfugbar gemacht werden. Alternativ oder ergdnzend dazu besteht die Mdglich-
keit, aus Daten, die Uber Kunden bereits gespeichert sind, neues Wissen Uber den Kunden zu
generieren.

Kundendaten fallen im Unternehmen zu ganz unterschiedlichen Gelegenheiten an. Transakti-
onsorientierte Systeme liefern Daten Uber die verkauften Produkte und dartber, welche Kun-
den diese Produkte gekauft haben. Weitere Daten sind im Kunden- und Produktstamm ge-
speichert oder werden in Customer-Relationship-Management-Systemen (CRM-Systemen)
vorgehalten. Im E-Commerce stehen weitere Mdglichkeiten offen, Kundendaten zu erfassen:
In Logfiles wird unter anderem gespeichert, welche Produkte ein Kunde in einem Katalog be-
trachtet hat. Auch Produktbewertungen durch Kunden, die Abfrage von Interessen oder die
Einrichtung von Community-Plattformen dienen unter anderem der Gewinnung von Kunden-
daten.

Werden Kundendaten in verschiedenen Informationssystemen gehalten, stellen sie in der Re-
gel noch nicht den gewiinschten Ausgangspunkt fir eine automatisierte Verwendung dar. Da-
zu mussen die Daten vereinheitlicht und zusammengefihrt werden. Um kundenbezogene
Auswertungen machen zu kdnnen, missen die Kundendaten ausserdem in Bezug zu einem
konkreten Kunden gesetzt werden. Erst diese Zuordnung der Daten zu konkreten Kunden
fuhrt zum Kundenprofil, das wie folgt definiert wird [Risch 2008, S. 23]:

Ein Kundenprofil umfasst alle relevanten Kundendaten eines Unternehmens, die
einer eindeutig bestimmbaren Person zugeordnet werden kdnnen und die Auf-
schluss Uber eine bestehende oder potenzielle Geschéaftsbeziehung geben.

Die Tab. 2.1 bis Tab. 2.3 zeigen verschiedene Kundenprofile in einer Systematik, die in Ab-
hangigkeit von der Herkunft und der Art der Daten gebildet wurde [Quade et al. 2008, S. 44 ff.
in Ahnlehnung an Schubert/Leimstoll 2002, S. 24). Darin wird zwischen

e impliziten,
e expliziten und
e kalkulierten Profilen

unterschieden. Implizite Profile basieren auf Daten, die von Transaktionssystemen oder im
Logfile aufgezeichnet werden, ohne dass sich der Kunde dessen bewusst sein muss. Die Da-

2 © 2008 Hochschule fur Wirtschaft FHNW, Institut fir Wirtschaftsinformatik IWI, U. Leimstoll, H. Stormer, R. Schneider
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ten der expliziten Profile hingegen gibt der Kunde ausdriicklich bekannt. Die kalkulierten Profi-
le wiederum enthalten Daten, die von analytischen Systemen berechnet worden sind, und auf
deren Basis zum Beispiel Empfehlungen angezeigt werden kdénnen.

Tab. 2.1: Explizite Profile
Profiltyp Nr. Profilsegmente Eigenschaft/Attribute
Identifikationsprofil ~ A.1  Benutzeridentifi- Benutzername, E-Mail-Adresse, Signatur
kation
A.2 Kundenidentifika- Bei Privatpersonen: Vorname, Name, Kunden-
tion nummer
Bei Unternehmen: Vorname, Name, Ansprechpart-
ner, Firmenname, Organisationseinheit, Kunden-
nummer, Handelsregister, Organisationsform,
MWST Nummer, weitere E-Mail-Adressen und Sig-
naturen Kunden-URL
A.3  Funktion Vor allem bei Unternehmen: Rollen und Berechti-
gungen (Eink&ufer, Bedarfssteller, Administrator
usw.)
A.4 Adressen (geo-  Bestell-, Rechnungs- und Lieferadressen, Telefon-
grafisch) nummern
A.5 Demografisch Selbstkategorisierung seitens des Kunden in vorde-
finierte Kategorien
Personen: Alter, Geschlecht, Einkommen, Herkunft,
Beruf, Tatigkeit, Anzahl Kinder, Wohnsituation, Re-
ligionszugehdrigkeit usw.
Unternehmen: Branche, Grésse / personenbezo-
gen: Sprache, Hierarchiestufe, Verantwortlichkeit,
Geschlecht usw.
A.6  Psychografisch Personen: Lebensstil, Einstellung (Politik), Person-
lichkeit
Unternehmen: Marktauftritt, Unternehmenskultur
Konditionenprofil B.1 Vertrag Rabattstufe, individuelle Preise, Mindestmengen
(Bonus/Malus)
B.2 Zahlungsart Zahlungsarten (Rechnung, Kreditkartennummern,
Kontoangaben), Limiten, Lastschriften
B.3 Versandart Lieferarten, Verpackung, Kennzeichnung (Gravu-
ren, Aufdruck)
Praferenzprofil C.1 Themen Selbstauswahl von angebotenen Themen: Hobbys,
Interessen, Vorlieben, Geschmack, Genres
C.2 Produkte Auswahl von angebotenen Produktgruppen oder
Produkttypen (z.B. Buicher, DVD, CD's), Auspra-
gungen von Produkten (z.B. Premium, Low Cost,
Business, Consumer)
C.3 Katalog Anzeige von Teilsortiment, Eintrége in Wunschlis-
ten, Bestelllisten und Einkaufslisten
C.4 Interaktionsein-  (Browser-)Einstellungen, voreingestellte Su-
stellungen che/Suchbegriffe, Favoriten Produktgruppen, Start-
seite, Navigation und Menu, Auswahl von Portlets
C.5 Informationska-  Abonnierte Newsletter, Kataloge, Kundenzeitschrift,
nale Werbeflyer
Gemeinschaftsprofil D.1 Beziehungen Angabe von besonderen Beziehungen zu anderen
Kunden (z.B. Community, Soulsister, Affinitatsgrup-
pen)
D.2 Bewertungen Bewertungen von Produkten, Webseiten, Reviews

oder anderen Kunden anhand vorgefertigter Skalen
(z.B. Musikgeschmack: 1 fur ,sehr gut® bis 5 fur
.sehr schlecht”)

© 2008 Hochschule fir Wirtschaft FHNW, Institut fir Wirtschaftsinformatik IWI, U. Leimstoll, H. Stormer, R. Schneider 3
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Profiltyp

Nr.

Profilsegmente

Eigenschaft/Attribute

D.3

Meinungen

Freitexteingaben von Meinungen und Erfahrungen,
typische Community Beitrdge, Multimedia-Beitrage
wie Bilder, Fotos, Videos, MP3-Dateien.

D.4

Inhalte

Eintrage in Foren zu bestimmten Themen und Ka-
tegorien, Inhalte der Kommunikation (Chat, E-Malil,
Telefongesprache)

Tab. 2.2:

Implizite Profile

Profiltyp

Nr.

Profilsegmente

Eigenschaft /Attribut

Transaktionsprofil

(TA-Profil)

E.l

Offertanfragen

Speicherung von Offertanfragen mit Zuordnung zu
den Vorgabekategorien (Metadaten)

E.2

Kauf

Speicherung der durchgefiihrten Transaktionen
(Kaufe, Zahlungen, Inanspruchnahme von Dienst-
leistungen etc.), gekaufte Produkte / Dienstleistun-
gen werden den Vorgabekategorien (Metadaten)
zugeordnet.

E.3

Rucksendungen

Defekte Ware, Rucksendungen wegen Falschbe-
stellungen, Nichtgefallen

Interaktionsprofil

Navigation

Clickstream (angeschaute Webpages verlinkt mit
vordefinierten Kategorien (Metadaten) der ange-
zeigten Produkte oder Informationen), die ein ver-
meintliches Interesse widerspiegeln kdnnen (Politik,
Computer, Weltgeschehen, Borse, etc.) Web Analy-
tics

F.2

Suchanfragen

Aufgezeichnete Suchanfragen und die dazu aus-
gewahlten Suchergebnisse

Verhaltensprofil

G.1

Ereignisse

Registrierte und aufgezeichnete direkte Kunden-
kontakte (z.B. Hotline) und indirekt (Kontaktformu-
lar, E-Mail, Chats), Kundenreklamationen und Be-
schwerden, i. d. R. Text

G.2

Zahlungsverhal-
ten

Gutschriften, Zahlungszeiten (Skonto), Mahnungen,
Sperrungen, Betreibungen

G.3

Kommunikation

Genutzte Kommunikationswege (Telefon, E-Malil,
Fax), Tonfall in der Kommunikation (freundlich,
sachlich, unfreundlich), Zeiten der Kommunikation
(Uhrzeit, Wochentag, Jahreszeit)

G.4

Reaktion

Das Reaktionsverhalten der Kunden z.B. auf News-
letter oder Marketingkampagnen.

Externe Profile

H.1

Marktforschung

Ergebnisse der Marktforschung (bspw. Kundenver-
halten, Kundentypen, Kaufverhalten in unterschied-
lichen Regionen)

H.2

Bonitat

Bonitatspriifung (bspw. bei Deltavista, Intrum Justi-
zia)

H.3

GIS-Daten

Demografische Daten aufgrund des Wohn-
orts/Wohnlage (bspw. aufgrund Mietpreise in Stras-
se, Bonitat in PLZ-Kreis usw.)

H.4

Kontext

Daten aus anderen Quellen (bspw. Wetterbericht,
Lokale News, Events, Google, GIS, usw.)

4 © 2008 Hochschule fur Wirtschaft FHNW, Institut fir Wirtschaftsinformatik IWI, U. Leimstoll, H. Stormer, R. Schneider
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Tab. 2.3: Kalkulierte Profile

Profiltyp Nr. Profilsegmente Eigenschaft

Verwandtschafts- 1.1 Nachbarschafts- Eine Anzahl von anderen Kunden, zu denen der

profil clique Kunde z.B. anhand von Bewertungen, Transaktio-

(Collaborative (User-based) nen, Interaktionen oder seines Verhaltens einen

Filtering) hohen berechneten Verwandtschaftsgrad aufweist.

1.2 Produkt- Empfehlungen fur Produkte, die anhand der reinen

interessen Produktkaufe anderen Kunden, den Kunden inte-
(Item-based) ressieren kénnen.

.3  Segmentierung Einteilung der Kunden in Marketingsegmente, die
z.B. anh*and von Transaktionsvolumen, Art der ge-
kauften Produkten, Haufigkeit der Shopbesuche be-
rechnet wurden.

Inhaltsprofil J.1  Produkte Empfehlungen fir Produkte, die zu den vom Kun-
(Content-based den gekauften Produkten eine grosse Ahnlichkeit
Filtering) aufweisen (z.B. aus dem Genre Sc-Fi Filme)

J.2  Themen Empfehlung z.B. fur Informationen aus bestimmten

Themenbereichen, aus denen sich der Kunde
schon ofters Informationen abgerufen hat (z.B.
Sport, Politik)

Die im vorhergehenden Abschnitt beschriebenen Profile helfen dabei, Kundendaten im Unter-
nehmen zu identifizieren und zu systematischen Kundenprofilen zusammenzufiihren. Von die-
ser Basis ausgehend kann analysiert werden, wie die Daten verwendet werden kénnen, um
dem Kunden einen Mehrwert zu bieten oder um Verkaufsstrategien umzusetzen. Umgekehrt
kann gepruft werden, welche Daten im Unternehmen zur Verfiigung stehen und welche kinf-
tig neu erhoben werden mussten, um konkrete Personalisierungsfunktionen realisieren zu
konnen.

2.2 Ansatz zur Entwicklung eines Profil-Frameworks

Fur die Systematisierung der Kundenprofile und vor allem fir deren Speicherung und Aus-
tausch in und zwischen den an der Personalisierung beteiligten Informationssystemen, ist ein
technischer Standard sehr hilfreich. Ein erster Schritt in Richtung eines solchen Standards
wurde im Projekt PersECA 1l mit der Entwicklung eines Ansatzes fur die Bildung eines umfas-
senden Profilframeworks getan. Die folgenden Abschnitte beschreiben die Grundidee des An-
satzes sowie Beispiele fir in XML beschriebene Profile.

2.2.1 Kundenprofile mit CP/2

CP/2 ist eine im PerseCA-II-Projekt entwickelte Mdglichkeit, Kundenprofile in Form von XML-
Dokumenten standardkonform zu speichern und auszutauschen. CP/2 kommt zur weiteren
Vereinfachung ohne XML-Attribute aus. In XML lassen sich Informationen entweder als Kind-
element (Child Element) eines Tags oder als Attribut ablegen. Es gibt einige Falle, bei denen
nur das Kindelement moglich ist (etwa bei speziell formatierten Informationen), in den meisten
Fallen kann der Designer des XML Schemas selbst entscheiden [Harold 2003]. In der Ver-
gangenheit wurde bereits haufig Uber die Vor- und Nachteile von XML-Attributen diskutiert
[Ogbuji 2004; Harold 2003]. Da CP/2 in dieser Arbeit insbesondere fur die Darstellung von
Implementierungsdetails eingesetzt wird, wurde auf XML-Attribute verzichtet. Ein Wert aus
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dem CP/2-Profil l&sst sich in diesem Falle Uber den Pfad (z.B. profile.system.username) dar-
stellen.

Das CP/2-Profil wird von dem Feld cp2 umschlossen. Jedes Kundenprofil wird mit profile ein-
geleitet:

<cp2>
<profile>
<system>...</system>
<identification>...</identification>
<transaction>...</transaction>
<interaction>..._.</interaction>
<preference>..._.</preference>
</profile>
<profile>
</profile>
</cp2>

CP/2 erlaubt die Verwaltung von Profilen, die nicht alle Unterprofile definiert haben. Bietet ein
Onlineshop seinen Kunden beispielsweise keine Bewertungsfunktionalitat an, kann das Préfe-
renzprofil weggelassen werden. Im Folgenden werden die Unterprofile genauer vorgestellt.

2.2.2 CP/2 Systemprofil

Das Systemprofil speichert die wesentlichen Systeminformationen eines Kunden. In CP/2 wird
davon ausgegangen, dass sich ein Kunde beim Onlineshop registriert hat oder eine automati-
sche Registrierung Uber den Shop Administrator erfolgt ist. Die Informationen Uber das Kun-
denkonto, etwa der eindeutige Benutzername oder die bevorzugte Sprache, werden im Sys-
temprofil unter dem Feld system abgelegt.

Tab. 2.4: Systemprofil in CP/2

Feld Beschreibung

username Der Benutzername des Kunden

creationDate Erstellungsdatum des Kundenprofils

modificationDate Datum der letzten Veranderung am Kundenprofil

Description Vom Shop Administrator gepflegte Kurzbeschreibung des Kunden
preferredLanguage Bevorzugte Sprache des Kunden

Ein Systemprofilbeispiel sieht folgendermassen aus:

<system>

<username>stormerh</username>
<creationDate>12.02.2006</creationDate>
<modificationDate>08.12.2006</modificationDate>
<description>Kundenkonto stormerh</description>
<preferredLanguage>de</preferredLanguage>
</system>
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2.2.3 CP/2 |dentifikationsprofil
Im Identifikationsprofil werden Anschrift und Rollen des Kunden abgelegt:

Tab. 2.5: Identifikationsprofil in CP/2

Feld Beschreibung

name Der Name des Kunden. Bei Geschéaftskunden der Name der Firma
customerNumber Die Kundennummer

customerRole Die Rolle des Kunden (Privatkunde, Geschéftskunde)

adresses Eine Liste mit Kundenadressen

In addresses werden alle vom Kunden eingetragenen Adressen mit folgenden Feldern abge-
speichert:

Tab. 2.6: Detailprofil zu Adressen

Feld Beschreibung

addressLinel Erste Zeile der Adresse

addressLine2 Zweite Zeile der Adresse

postalCode Postleitzahl

City Der Name der Stadt

country Der Name des Landes

defaultinvoiceAddress Ein_ Flag das angibt, dass diese Adresse die Standardrechnungsadres-
se ist

defaultShippingAddress Ein Flag das angibt, dass diese Adresse die Standardversandadresse
Ist

Das Identifikationsprofil erwartet, dass es bei mehreren Adressen genau eine Standardrech-
nungsadresse (defaultinvoiceAddress) und genau eine Standardversandadresse (defaultS-
hippingAddress) gibt. Normalerweise werden die Adressen der letzten Bestellung Gbernom-
men.

Ein einfaches Beispiel fur ein Identifikationsprofil konnte folgendermassen aussehen:

<identification>

<name>Henrik Stormer</name>

<customerNumber>12321</customerNumber>

<customerRole>Private</customerRole>

<addresses>

<address>
<addressLinel>Bd der Perolles 18a</addressLinel>
<addressLine2></addressLine2>
<postalCode>1700</postalCode>
<city>Fribourg</city>
<country>Switzerland</country>
<defaultlnvoiceAddress>true</defaultlnvoiceAddress>
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<defaultShippingAddress>true</defaultShippingAddress>
</address>
</addresses>
</identification>

2.2.4 CP/2 Transaktionsprofil

Das Transaktionsprofil speichert die Bestellungen eines Kunden. Sollte die Bestellung mit
Teillieferungen erfolgt sein, wird dies nicht berticksichtigt. Es werden nur Bestellungen erfasst,
die tatsachlich ausgefihrt wurden; zurtickgezogene, geléschte und retournierte Bestellungen
fliessen nicht in das Transaktionsprofil ein. Da die eingegangenen Bestellungen von den
meisten Onlineshops nach diesen Regeln abgelegt werden, kann das Transaktionsprofil sehr
einfach aus der Shop-Datenbank ausgelesen werden. Weitere Informationen Uber die Liefe-
rung und eventuelle Ricklaufe werden zumeist im ERP-System abgelegt. Die folgenden Fel-
der missen im Transaktionsprofil angelegt werden:

Tab. 2.7: Transaktionsprofil in CP/2

Feld Beschreibung

orderDate Das Datum der Bestellung

totalPrice Der Gesamtpreis der Bestellung

shippingAddressid Die ID der Versandadresse aus dem Identifikationsprofil

shippingCosts Die gesamten Versandkosten

shippingType Der Name der ausgewahlten Versandart

paymentCosts Die zusatzlich anfallenden Gebuhren aufgrund der ausgewahlten
Zahlungsart

paymentType Der Name der ausgewahlten Zahlungsart

orderPositions Eine Liste der einzelnen Bestellpositionen

Die shippingAddressld bezieht sich auf die Position der Adresse innerhalb des Identifikations-
profils. Die erste gelistete Adresse hat Id eins, die zweite zwei usw. Bei digitalen Produkten ist
die shippingAddresslid null. Das Transaktionsprofil bedingt, dass die angegebene Adresse im
Identifikationsprofil vorhanden sein muss, falls shippingAddressid einen Wert ungleich null
hat.

Die einzelnen Bestellpositionen werden in der Liste orderPositions gespeichert. Der Gesamt-
preis aller Bestellpositionen ergibt sich aus totalPrice — paymentCosts — shippingCosts. Fr
jede Bestellposition missen folgende Felder angelegt werden:

Tab. 2.8: Detailprofil zum Gesamtpreis

Feld Beschreibung

itemNumber Die eindeutige Produktnummer
guantity Die bestellten Einheiten des Produkts
price Der Gesamtpreis der Orderposition

8 © 2008 Hochschule fur Wirtschaft FHNW, Institut fir Wirtschaftsinformatik IWI, U. Leimstoll, H. Stormer, R. Schneider



Profile fiir die Personalisierung

Jedes Produkt muss eine eindeutige Nummer (itemNumber) besitzen. Der Preis flr eine Ein-
heit eines Produkts wird nicht im Transaktionsprofil abgelegt, kann aber tGber die Formel price
/ quantity berechnet werden.

Ein Transaktionsprofil mit einer Bestellung von zwei Produkten hat folgendes Aussehen:

<transaction>

<order>
<orderDate>21.5.2006</orderDate>
<totalPrice>22_30</totalPrice>
<shippingAddressld>1</shippingAddressid>
<shippingCosts>2.30</shippingCosts>
<shippingType>Expressversand Schweizer Post</shippingType>
<paymentCosts>0</paymentCosts>
<paymentType>Kreditkarte</paymentType>
<orderPosition>
<itemNumber>3432</i1temNumber>
<quantity>1</quantity>
<price>12</price>
</orderPosition>
<orderPosition>
<itemNumber>2172</itemNumber>
<quantity>2</quantity>
<price>8</price>
</orderPosition>

</order>

</transaction>

2.2.5 CP/2 Interaktionsprofil

Das Interaktionsprofil speichert den Clickstream des Kunden auf dem Onlineshop. Hierbei
wird insbesondere abgelegt, welche Produkte er sich angesehen und welche Suchbegriffe er
eingegeben hat. Fir jede vom Kunden get6ffnete Session werden folgende Felder angelegt:

Tab. 2.9: Interaktionsprofil in CP/2

Feld Beschreibung

creationDate Das Datum an dem die Session angelegt wurde
userAgent Der userAgent, der fir diese Session Ubergeben wurde
ipAddress Die IP-Adresse des Kunden

referrerURL URL, von der aus der Kunde den Shop aufgerufen hat
websiteVisits Eine Liste der Webseiten, die aufgerufen wurden
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Fir jeden Webseitenbesuch werden folgende Felder gespeichert:

Tab. 2.10:  Detailprofil zu aufgerufenen Webseiten

Feld Beschreibung
linkURL Die URL der aufgerufenen Webseite
inputParameters Die Eingabeparameter der Seite

Fur die Auswertung des Clickstreams ist die aufgerufene URL nur teilweise von Interesse. Le-
diglich die aufgerufene Seite, die im Folgenden, mit action bezeichnet werden soll, sowie die
moglicherweise Ubergebenen Parameter sind interessant. Die Ubrigen Teile der URL sind ub-
licherweise konstant und dem Shopadministrator bekannt. Der eventuell vorhandene Query
String, also die an den Server Ubergebenen Parameter werden in inputParamters abgelegt.
Da es mdglich ist, dass mehr als ein Eingabeparameter tibergeben wird, werden die inputPa-
rameter ebenfalls als Liste gespeichert, mit dem Name sowie Wert des Eingabeparameters.
Eine URL der Art

http://www.esarine.com/edvdshop/ViewProduct?productld=2
wird in den oben definierten Feldern folgendermassen abgelegt:

<website>
<action>ViewProduct</action>
<inputParameters>
<inputParameter>
<name>productld</name>
<value>2</value>
</inputParameters>
</website>

Es wird also nur die Seite gespeichert, die aufgerufen wurde. Ein Beispiel, in dem ein Kunde
nur eine einzige Session erdffnet und wahrend dieser zwei Seiten betrachtet, sieht folgender-
massen aus:

<interaction>
<session>
<creationDate>29.10.2006</orderDate>
<userAgent>Mozilla 6.0 comp</userAgent>
<ipAddress>21.212.22.7</ipAddress>
<referrerURL>http://www.google.ch</referrerURL>
<websiteVisits>
<website>
<action>Welcome</action>
</website>
<website>
<action>ViewProduct</action>
<inputParameters>
<inputParameter>
<name>productld</name>
<value>134</value>
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</inputParameter>
</inputParamters>
</website>
</websiteVisits>
</session>
</interaction>

2.2.6 CP/2 Praferenzprofil

Im Bewertungsprofil werden die Produktbewertungen, die der Kunde abgegeben hat, gespei-
chert. Das Bewertungsprofil umfasst folgende Felder:

Tab. 2.11: Praferenzprofil in CP/2

Feld Beschreibung

itemNumber Die eindeutige Nummer des bewerteten Produkts

creationDate Das Datum, an dem die Bewertung abgegeben wurde

ratingValue Die Produktbewertung, normalerweise ein Wert zwischen 1 und 5
(1 bis 5 Sterne)

description Eine Kurzkritik zum Produkt

Ein Praferenzprofil mit einer Produktbewertung hat folgendes Aussehen:

<preference>
<rating>
<itemNumber>3432</itemNumber>
<creationDate>23.11.2006</creationDate>
<ratingValue>4</ratingValue>
<description>
Ein guter Film, der trotz des Alters nichts von seiner
Faszination verloren hat.
</description>
<rating>
</preference>
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3  Technologien fur die Personalisierung

3.1 Allgemeines: Offline- und Online-Berechnungen

Der gesamte Berechungsprozess, der fur die Erstellung von Outputprofilen bendtigt wird, kann
bei grossen Datenmengen sehr aufwendig werden. Insbesondere bei der Berechnung kalku-
lierter Profile, wie sie fur Empfehlungssysteme bendétigt werden, kann der Rechenvorgang je
nach Leistungsfahigkeit der zur Verfigung stehenden Hardware-Ressourcen zwischen eini-
gen Stunden und mehreren Tagen betragen.

Im Onlineshop ist es in der Regel notwendig, eine schnelle Bereitstellung von Ergebnissen zu
gewdbhrleisten. Dies bedeutet, dass moglichst viele Rechenvorgange schon abgeschlossen
sein mussen, bevor der Kunde im Shop aktiv wird. Die Berechnungsvorgange, die wéhrend
des Zugriffs des Kunden auf den Shop noch durchgefuhrt werden missen, werden entspre-
chend minimiert.

Der gesamte Berechnungsprozess kann damit unterteilt werden in
e Offline- und
e Online-Berechnungen

Offline-Berechnungen finden unabh&angig von den Zugriffen der Kunden auf den Shop statt.
Sie werden oft nachts oder am Wochenende auf nicht genutzten Back-Up-Systemen durchge-
fuhrt. Das Ziel einer Losungskonzeption sollte sein, den Berechnungsprozess so zu gestalten,
dass die zeitaufwendigen Berechnungen offline durchgefiihrt werden kénnen. Die aus den
Offline-Prozessen entstehenden Daten werden als ,Outputprofile” bezeichnet.

Online-Berechnungen finden statt, sobald der Kunde mit dem Shop interagiert und eine ent-
sprechende Funktion aufruft. Die Online-Berechnungen greifen auf die vorverarbeiteten Out-
putprofile zu und holen dort die Daten, die fur die Generierung und Anzeige des Outputs be-
notigt werden. Das Ziel besteht darin, dass der Zugriff auf die vorverarbeiteten Daten még-
lichst effizient erfolgen kann und damit eine schnelle Ergebnisanzeige ermdglicht wird.

Der Bearbeitungszyklus von Kundendaten lauft in mehreren Schritten ab, die zusammenfas-
send als ,Customer Profile Life Cycle" bezeichnet werden kénnen (Abb. 3.1). In einem ersten
Schritt werden die Profile definiert, bevor im zweiten Schritt die Daten erfasst werden. Nach
einer Zusammenfuhrung und Bereinigung der Daten sind die Input-Profile entstanden. In ei-
nem weiteren Schritt, der Offlineverarbeitung (Processing), werden die zeitintensiven Berech-
nungen durchgefihrt. Die Ergebnisse werden in den so genannten Output-Profilen gespei-
chert, auf die die E-Commerce-Applikation anschliessend zugreift. Im Rahmen dieses Echt-
zeit-Zugriffsprozesses wird nur noch eine Filterung der Daten vorgenommen. Der letzte Schritt
der Customer Profile Life Cycle besteht letztlich in der Ausgabe der personalisierten Informa-
tion an den Benutzer. Da der Benutzer in der Regel auf diese Information reagiert, entstehen
aus seinem Verhalten neue Daten, die wiederum in die Input-Profile aufgenommen werden
kénnen. Mitunter geben sie auch Hinweise auf ein notiges Redesign der Profile.

In Abb. 3.1 lassen sich auch die Schwerpunkte dieses Arbeitsberichts erkennen. Sie liegen
wie bereits einleitend erwahnt im Bereich des Data Input und des Data Processing. Die As-
pekte des Information Output in der Kommunikation mit dem Kunden, insbesondere konkrete
Personalisierungsfunktionen, werden in einem separaten Arbeitsbericht beschrieben [Leim-
stoll et al. 2008].
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Input for Redesign
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Abb. 3.1: Customer Profile Life Cycle

Die folgende Abb. 3.2 zeigt die beteiligten Systeme aus einer mehr

technischen Sicht
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Abb. 3.2:

Technische Sicht der Profilverarbeitung in Personalisierungssystemen
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3.2 Auswertungsmethoden und Algorithmen fur Empfehlungssysteme

Die folgenden Ausfihrungen konzentrieren sich auf die Datenverarbeitungsprozesse in Emp-
fehlungssystemen. Dies liegt daran, dass Empfehlungssysteme im Vergleich zu anderen Per-
sonalisierungsfunktionen zum einen besonders aufwendige Berechnungen erfordern und zum
anderen im Projekt PersECA Il einen eindeutigen Schwerpunkt bildeten.

Grundsatzlich lassen fur die Berechnung von Empfehlungen verschiedene Verfahren unter-
scheiden. Zu den Verfahren, die eine Aufteilung in Offline- und Online-Berechnungen erlau-
ben, gehdren im Wesentlichen die Folgenden:

e Content-based Filtering,

e Collaborative Filtering, das sich weiter unterteilen lasst in:
e User-based Collaborative Filtering und
e Item-based Collaborative Filtering.

Die Verfahren werden in den folgenden Abschnitten beschrieben.

3.2.1 Content-based Filtering

Um Empfehlungen mit Hilfe des Content-based Filtering berechnen zu kénnen, mussen die
angebotenen Produkte zundchst kategorisiert werden. Dazu sind geeignete Kategorien zu de-
finieren (z.B. Autor, Thema, Sachgebiet, Erscheinungsjahr) und jedes einzelne Produkt muss
mdglichst in jeder Kategorie mit einem passenden Stichwort — auch: Parameter, Schlisselwort
— beschrieben, also klassifiziert werden (beim Sachgebiet z.B.: Mathematik, Deutsch, Biolo-
gie, Geographie). Diese Klassifizierung wird heute Uberwiegend manuell durchgefuhrt, sofern
nicht geeignete Technologien zur Verfligung stehen, die solche Stichwdrter aus unstrukturier-
ten Produktbeschreibungen extrahieren. Mathematische Verfahren wie die Inverse Document
Frequency (IDFY) kénnen dafiir zum Einsatz kommen.

Um Empfehlungen zu generieren, werden die Parameter der Produktbeschreibungen an-
schliessend miteinander verglichen. Auf diese Weise werden ahnliche Produkte gefunden
(beispielsweise Bucher mit denselben Autoren oder aus demselben Sachgebiet). Die Anzahl
gleicher Schliisselwdrter ist der Indikator furr die Ahnlichkeit zweier Produkte.

Vorgehen:

1. Die Ahnlichkeiten eines Produkts mit jedem anderen Produkt werden uber die Schlussel-
worter statisch berechnet und in einer Ahnlichkeitsmatrix gespeichert.

2. Interessiert sich ein Kunde i furr ein Produkt x, wird in der Ahnlichkeitsmatrix nach den ahn-
lichsten Produkten y gesucht, die der Kunde noch nicht gekauft hat (dazu muss der Kunde
jedoch identifiziert worden sein).

3. Die so aufgefundenen Produkte y kdnnen dann empfohlen werden.

! Die "Inverse Document Frequency” ist ein Mass fir die Bedeutung eines Begriffs. Diese Methode

kommt beim "Information Retrieval" und "Text Mining" zum Einsatz.

14 © 2008 Hochschule fur Wirtschaft FHNW, Institut fir Wirtschaftsinformatik IWI, U. Leimstoll, H. Stormer, R. Schneider



Technologien fur die Personalisierung

Beim Content-based Filtering treten folgende Probleme auf:

¢ Die manuelle Verwaltung der Schlisselwoérter ist aufwandig. Wie oben erwahnt, kann in
der Regel nicht davon ausgegangen werden, dass Shopbetreiber bereit sind, diesen Auf-
wand zu leisten.

¢ Um automatisches Information Retrieval anwenden zu kénnen, missen neben geeigneten
Technologien auch entsprechende Daten (z.B. in Form von Produktbeschreibungen) vor-
handen sein. Bei dem im Projekt verwendeten Beispielshop sind zu wenige Daten vorhan-
den, um mit diesem Verfahren zu arbeiten.

3.2.2 Collaborative Filtering

Die Grundidee des Collaborative Filtering besteht darin, zur Berechnung von Ahnlichkeiten
auf das Verhalten der Benutzer zuriickzugreifen. Im Gegensatz zum Content-based Filtering
werden also nicht die Ahnlichkeiten der Produkteigenschaften verglichen, sondern es wird auf
Grund des Benutzerverhaltens auf sinnvolle Empfehlungen geschlossen. Das Benutzerverhal-
ten kann sich dabei auf

e (getatigte Kaufe,

e explizite Bewertungen,

e einfaches Anklicken von Produktinformationen (Clickstream-Auswertung)
e und Ahnliches

beziehen. Voraussetzung ist die Verfligbarkeit relativ vieler Daten. Der Begriff "Collaborative
Filtering" leitet sich von einer Arbeit von Resnick et al. [1994] ab, die bereits Anfang der 90er
Jahre ein Collaborative-Filtering-System namens GroupLens fir die Bewertung von Beitrdgen
in Foren entwickelten.

Wie oben beschrieben unterscheidet man beim Collaborative Filtering weiter zwischen:
e User-based Collaborative Filtering und
e Item-based Collaborative Filtering.

Beide Verfahren werden im Folgenden erlautert.

3.2.2.1 User-based Collaborative Filtering

In einer Bewertungsmatrix werden Kunden und Produkte einander gegenibergestellt. In den
Feldern der Matrix wird die "Bewertung" des Produkts p durch den Kunden a gespeichert.
Bewertungen beziehen sich dabei auf explizite Bewertungen, getatigte Kaufe usw. Die Werte
bewegen sich zwischen -1 (Produkt p gefallt dem Kunden a tberhaupt nicht) und +1 (Produkt
p gefallt dem Kunden a sehr). @ (NULL = Leer) bedeutet, dass das Produkt noch nicht gekauft
wurde (bzw. dass noch keine Bewertungen vorliegen). Die Bewertungsmatrix kann man sich
(vereinfacht) folgendermassen vorstellen (Tab. 3.1).
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Tab. 3.1: Einfache Bewertungsmatrix fur User-based Collaborative Filtering

Kunde a Kunde b Kunde c
Produkt 1 1 /] 1
Produkt 2 1] /] 1
Produkt 3 1] 1 @
Produkt 4 1 0.5 /]
Produkt 5 -1 1 -0.3

Fur jeden Kunden ergibt sich nun ein spezifischer Bewertungsvektor x. Der Kunde a hat z.B.
den folgenden Bewertungsvektor:

Xkundea = (1, 9, 9, 1, -1)
Der Kunde b hat z.B. den folgenden Bewertungsvektor:

Xkunde b = (9, D, 1, 0.5, 1)
Der Kunde ¢ hat z.B. den folgenden Bewertungsvektor:

Xkunde e = (1, 1, G, &, -0.3)

Ahnlichkeiten werden nun uber einen Vergleich der Bewertungsvektoren der Kunden errech-
net. Dabei wird jeder Kunde mit allen anderen Kunden verglichen. Eine Mdglichkeit zur Be-
rechnung der Ahnlichkeit der Vektoren ist die Cosinus-Distanzfunktion.

e X sei der Bewertungsvektor des Kunden a
e vy sei der Bewertungsvektor des Kunden c
e jistder Index fur das bewertete Produkt

Die Cosinus-Distanzfunktion lautet nun:
Ty izt Tili
[l [y] m‘fZELl z; 1,,-”2.11 y?

Durch Vergleich der beiden Kunden a und c ergibt sich folgende Rechnung:

d(x,y)=cosa(z,y) =

Der Zahler berechnet sich zu:
(1*1) + (@ *1) + (@ * @) + (1* @) + (-1*-0.3)
=1+03=13

Der Nenner errechnet sich wie folgt:
Die erste Summe des Nenners lautet:

1+0+@0+1+1=3
Die Wurzel daraus ergibt den Wert 1.73
Die zweite Summe des Nenners ergibt:

1+1+90+@+0.09=2.09

Die Wurzel daraus ergibt:1.45
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Der gesamte Nenner hat also den Wert:
1.73*1.45=2.51

Nun errechnet sich die Cosinus-Distanz der beiden Kunden a und ¢ wie folgt:
1.3/2.51=0.52

Zwischen diesen beiden Kunden besteht also eine recht hohe Ahnlichkeit.

Die Ahnlichkeit zwischen den Kunden a und b betragt:
-0.5/(1.73*1.5)=-0.19

Die Ahnlichkeit zwischen den Kunden b und ¢ betragt:
-0.3/(1.5*1.45)=-0.14

Diese Ahnlichkeiten werden nun in einer weiteren Matrix gespeichert. In unserem Beispiel
sieht diese Matrix wie folgt aus.

Tab. 3.2: Ahnlichkeitsmatrix fiir User-based Collaborative Filtering

Kunde a Kunde b Kunde ¢
Kunde a -0.19 0.52
Kunde b -0.14

Kunde ¢

Zwischen den Kunden kénnen sogenannte Nachbarschaftscliquen berechnet werden, also
Gruppen von Kunden, die ahnlich bewerten oder kaufen. Befindet sich in unserem Beispiel
Kunde a nun im E-Shop (Informationsphase), so konnen ihm aufgrund seiner Ahnlichkeit zu
Kunde c Produkte empfohlen werden, die:

¢ Kunde c gut bewertet hat und

¢ Kunde a noch nicht gekauft hat.

In unserem Beispiel wiirde Kunde a also das Produkt 2 empfohlen werden.
Beim User-based Collaborative Filtering existieren die folgenden Probleme:

o Die Bewertungsmatrix ist normalerweise sehr sparlich geflllt, deshalb kénnen fir viele
Produkte keine Aussagen gemacht werden. FUr die Beispieldaten unseres Projekts (siehe
unten) war die Bewertungsmatrix hauptsachlich mit @ gefullt. Dies liegt daran, dass die
meisten Kunden nur sehr wenige Kaufe getatigt haben und auch keine aktive Bewertung
der Produkte vornehmen. Dadurch errechnet sich die Cosinus-Distanz zwischen den Kun-
den meist zu @ und es kdnnen keine Empfehlungen generiert werden.

e Der Rechenaufwand fur die Berechnungen hangt sowohl von der Anzahl der Kunden als
auch von der Anzahl der Produkte ab. Bei grossen Matrizen kann dies zu Skalierungs-
problemen (Uberproportionale Steigerung der Rechenzeit) fihren.
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e Damit ein Produkt Uberhaupt empfohlen werden kann, muss zu diesem Produkt mindes-
tens eine positive Bewertung vorliegen ("First-Rater Problem").

3.2.2.2 Item-based Collaborative Filtering

Die Methode des Item-based Collaborative Filtering verfolgt im Wesentlichen den Ansatz:
"Benutzer, die das Produkt x gekauft haben, haben auch das Produkt y gekauft". Das Verfah-
ren ist dreistufig:

1. Ausgehend von der Kunden/Produkte-Bewertungsmatrix (wie oben beim User-based Col-
laborative Filtering beschrieben) werden Ahnlichkeiten zwischen den Produkten berechnet
(und nicht Ahnlichkeiten zwischen Kunden). Es entsteht eine Produkte/Produkte-
Ahnlichkeitsmatrix. Zur Berechnung der Ahnlichkeiten hat sich der Algorithmus von Desh-
pande und Karypis [2004] als sinnvoll erwiesen [Leimstoll/Stormer 2007]. Die Berechnun-
gen basieren bei diesem Verfahren auf den von den Kunden getatigten Kaufen (Transak-
tionsprofil). Da die Berechnung der Produkte/Produkte-Ahnlichkeitsmatrix sehr zweitauf-
wandig ist, kann sie nicht zur Laufzeit durchgefiihrt werden, wenn ein Kunde im Shop a-
giert. Stattdessen missen die Ahnlichkeiten schon vorab berechnet werden — in einem
Offline-Prozess (3.1).

Das eigentliche Item-based Collaborative Filtering ist mit diesem Schritt beendet. Auf Basis
der Produkte/Produkte-Ahnlichkeitsmatrix kénnen fir jedes Produkt die jeweils &hnlichsten
Produkte bestimmt werden. Um von diesen noch nicht personalisierten Informationen zu per-
sonalisierten Empfehlungen zu gelangen, kann das Verfahren wie im Projekt um die folgen-
den beiden Schritte ergénzt werden:

2. Zur Laufzeit wird dann fir den jeweiligen Kunden eine individuelle Empfehlungsliste ("Top-
N-Liste") berechnet. Hierzu werden entweder die von ihm getatigten Kaufe oder — falls
noch keine Kaufe vorliegen — die von ihm angeklickten Produkte herangezogen. Uber die
unter 1. beschriebene Produkte/Produkte-Matrix werden dann die &hnlichsten Produkte
bestimmt, indem je Produkt die Summen der Ahnlichkeiten berechnet werden. Hierdurch
entsteht eine personliche Top-N-Liste.

3. In einem dritten Schritt muss die persdnliche Empfehlungsliste noch gefiltert werden, um
z.B. zu vermeiden, dass bereits gekaufte Produkte nochmals empfohlen werden, falls dies
fur dieses Produkt keinen Sinn macht (z.B. eine bestimmte DVD).

Der unter 1. genannte Algorithmus von Deshpande und Karypis [2004] berechnet Ahnlichkei-
ten zwischen Produkten aufgrund der Kunden/Produkte-Bewertungsmatrix. Die Berechnung
der Produkte/Produkte-Matrix erfolgt nach folgender Formel*:

Freq(iy)
Freq(i) x (Freq(y))®

sim(z, j) =

Dabei bedeuten:

e sim (i; j): Ahnlichkeit zwischen den beiden Produkten i und |

> Die tatsachlich verwendete Formel ist noch etwas komplizierter und berticksichtigt die unterschiedli-

che Haufigkeit von Kaufen einzelner Kunden. Kunden, die viele Produkte gekauft haben, erhalten
ein geringeres Gewicht als solche, die weniger haufig Produkte gekauft haben.
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e Freq (ij): Haufigkeit, mit der die Produkte i und j gemeinsam gekauft wurden
o Freq (i): Haufigkeit, mit der Produkt i gekauft wurde
e Alpha: Gewichtungsparameter — Dieser Wert bewegt sich zwischen 0 und 1.

Gehen wir davon aus, dass die folgende Matrix angibt, welche Kunden welche Produkte ge-
kauft haben (Kauf = 1, @ = Leer, kein Kauf).

Tab. 3.3: Einfache Bewertungsmatrix fir Iltem-based Collaborative Filtering

Kunde a Kunde b Kunde c
Produkt 1 1 a 1
Produkt 2 /] a 1
Produkt 3 10} 1 1%}
Produkt 4 1 1 a
Produkt 5 1 1 1

Die Ahnlichkeiten zwischen den Produkten 1 und 2 errechnen sich dann wie folgt:
sim (Produkt 1, Produkt2) =1/(2*1°°)=1/2=0.5
Die folgende Tabelle zeigt die Ahnlichkeitsmatrix der Produkte (Tab. 3.4):

Tab. 3.4: Ahnlichkeitsmatrix fiir Item-based Collaborative Filtering

Produkt 1 Produkt 2 Produkt 3 Produkt 4 Produkt 5

Produkt 1 0.5 %] 0.35 0.58
Produkt 2 %) %) 0.58
Produkt 3 0.7 0.58
Produkt 4 0.58
Produkt 5

Diese Matrix kann wie folgt gespeichert werden (Tab. 3.5):
Tab. 3.5: Speicherung der Ahnlichkeitsmatrix fiir tem-based Collaborative Filtering

P1# P2# Similarity

Produkt 1 Produkt 2 0.5
Produkt 1 Produkt 3 1]
Produkt 1 Produkt 4 0.35
Produkt 1 Produkt 5 0.58
Produkt 2 Produkt 1 0.5
Produkt 2 Produkt 3 1%}
Produkt 2 Produkt 4 /]
Produkt 2 Produkt 5 0.58
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P1# P2# Similarity

Produkt 3 Produkt 1 (/]
Produkt 3 Produkt 2 (/]
Produkt 3 Produkt 4 0.7
Produkt 3 Produkt 5 0.58
Produkt 4 Produkt 1 0.35
Produkt 4 Produkt 2 0]
Produkt 4 Produkt 3 0.7
Produkt 4 Produkt 5 0.58
Produkt 5 Produkt 1 0.58
Produkt 5 Produkt 2 0.58
Produkt 5 Produkt 3 0.58
Produkt 5 Produkt 4 0.58

P1# und P2# symbolisieren die Produktnummern zweier unterschiedlicher Produkte, deren
Ahnlichkeit an Hand des oben beschriebenen Algorithmus berechnet und in der Spalte Simila-
rity gespeichert wird. Wie oben beschrieben wird diese Tabelle nicht zur Laufzeit, sondern off-
line berechnet. Anschliessend laufen die Punkte 2 und 3 wie oben beschrieben ab, um einem
spezifischen Kunden Produktempfehlungen geben zu kdnnen.

Die individuelle Empfehlung fir einen Kunden erfolgt dann dynamisch im Moment des Be-
suchs des E-Shops. Mit folgendem SQL3-Befehl lassen sich auch bei einer grossen Bewer-
tungsmatrix dynamisch individuelle Empfehlungen bestimmen:

SELECT P2#
FROM P1# IN (Px1, Px2, > Pxn)
GROUP BY  P2#
ORDER BY SUM (Similarity) DESC;

Die Liste (Py1, ..., Pxn) Wird dynamisch erzeugt und beinhaltet die schon gekauften Produkte
bzw. die gerade angeschauten (angeklickten) Produkte des jeweiligen Kunden, fir den eine
Empfehlung berechnet werden soll. Es wird eine Liste von Produkten P2# ("Top-N-Liste") er-
zeugt, die absteigend nach Ahnlichkeit mit den bereits gekauften (bzw. angeklickten, falls der
Kunde noch keine Kaufe getatigt hat) sortiert ist. Diese Liste dient dann als Grundlage fir die
weitere Verarbeitung. So missen moglicherweise gewisse Produkte aus der Liste herausgefil-
tert werden, die nicht angeboten werden sollen (Details hierzu siehe unter 3.4).

®  SQL (Structured Query Language) ist eine standardisierte Datenbanksprache zur Definition, Abfrage

und Manipulation von Daten in relationalen Datenbanken.
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Vorteil des Item-based Collaborative Filtering

Im Gegensatz zum User-based Collaborative Filtering nimmt die Komplexitat nur mit der An-
zahl der Produkte zu (nicht auch noch mit der Anzahl der Kunden). Hierdurch ist die Berech-
nung weniger laufzeitintensiv und besser skalierbar.

Nachteil des Item-based Collaborative Filtering

Ein bekanntes Problem beim Item-based Collaborative Filtering ist das sogenannte "Cold-
Start Problem”. Einem neuen Kunden, der noch keine Produkte gekauft hat, kbnnen keine
Produkte auf Basis seiner bisherigen Kaufe empfohlen werden. Zur Lésung dieses Problems
werden Clickstreams aufgezeichnet und verwendet. Die Berechnungen basieren in diesem
Fall also auf den Produkten, die ein Kunde anklickt oder die er wahrend seines Einkaufs in
seinen virtuellen Warenkorb legt.

3.2.3 Hybride Systeme

Hybride Systeme verbinden die beiden grundlegenden Methoden Content-based Filtering und
Collaborative Filtering miteinander. Die jeweiligen Nachteile sollen dabei eliminiert werden. Im
Wesentlichen geht man dabei wie folgt vor:

¢ Wann immer mdglich, wird das Collaborative Filtering genutzt (User- oder Item-based).

e Sollte dies nicht moglich sein (z.B. auf Grund des Cold-Start-Problems oder weil die Be-
wertungsmatrix zu spéarlich gefillt ist), wird das Content-based Filtering verwendet.

Dartber hinaus kann man versuchen, die Informationen Uber Produkteigenschaften (Content-
based; z.B. iibereinstimmende Schlagworter oder Ahnliches) fur die Verbesserung der Bewer-
tungsmatrix zu nutzen, die dann wiederum im Collaborative Filtering eingesetzt wird.

3.2.4 Aktuelle Forschungsthemen

Empfehlungssysteme werden in der Literatur umfassend behandelt. Zu den aktuellen For-
schungsfeldern im Bereich der Empfehlungssysteme z&hlen unter anderem die nachfolgend
aufgelisteten Themen. Sie werden hier im Sinne eines Ausblicks genannt und um die Rele-
vanz der im Projekt PersECA vorgenommenen Untersuchungen zu unterstreichen:

¢ Einbezug von Kontextinformationen bei der Berechnung der Empfehlungen (z.B. des ak-
tuellen Standorts oder der Tageszeit), um deren Qualitstt zu erhdhen [z.B.
Kwon/Keun Shin 2008; Kriger et al. 2007]

e Messung der Gute einer Bewertungsmatrix: Wie viele Bewertungen bendtigt eine Bewer-
tungsmatrix, um gute Empfehlungen zu liefern [Lee et al. 2007]?

e Optimierung der Performance (Laufzeit- und Speicherverhalten des Algorithmus) insbe-
sondere unter Miteinbezug aktueller Daten [z.B. Berkovsky et al. 2008]

e Datenschutzfragen: Algorithmen, bei denen die Profile des Kunden beim Kunden selbst
hinterlegt werden und das Empfehlungssystem die Daten anonym abfragt
[Castagnos/Boyer 2006; Kobsa 2007]
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3.3 Berechnung der Gite von Empfehlungen

Prinzipiell sollte die Gite von Empfehlungen auf zwei unterschiedlichen Wegen beurteilt wer-
den. Zum einen sind die Empfehlungen mit dem gesunden Menschenverstand kritisch zu re-
flektieren. Diese Aufgabe sollte von Personen durchgefihrt werden, die mit den Kundenbe-
dirfnissen vertraut sind und abschatzen kénnen, wann ein Kunde sich fir welche Produkte in-
teressieren konnte. In der Regel sind Mitarbeitende aus dem Vertrieb dazu geeignet.

Zum anderen sollte die Glite von Empfehlungen auch objektiv gemessen werden. Hierzu exis-
tieren im Wesentlichen zwei Verfahren:

3.3.1 Hitrate-Verfahren

Das Beispiel bezieht sich auf das Item-based Collaborative Filtering. In einem Testset wird die
Information Uber den Kauf eines bestimmten Produktes durch einen bestimmten Kunden be-
wusst weggelassen. In der folgenden Bewertungsmatrix wirde z.B. der Kauf des Produktes 4
durch den Kunden a geltscht, also der Zelleninhalt auf @ gesetzt (grau hinterlegte Zelle).

Tab. 3.6: Beispiel einer Bewertungsmatrix zur Qualitatssicherung

Kunde a Kunde b Kunde c
Produkt 1 1 /] 1
Produkt 2 ] /] 1
Produkt 3 ] 1 @
Produkt 4 (/] 1 @
Produkt 5 1 1 1

Hierdurch andert sich der Bewertungsvektor des Kunden a. Nun wird die Ahnlichkeitsmatrix,
wie unter 3.2.2.2 beschrieben berechnet. Anschliessend wird die Empfehlungsliste flr den
Kunden a berechnet. Da der Kunde das Produkt 4 tatsachlich gekauft hatte, sollte dieses Pro-
dukt relativ weit oben in der Empfehlungsliste auftauchen.

Das Ergebnis des Tests ist umso besser, je mehr der zuvor aus dem Testset entfernten Pro-
dukte in der Empfehlungsliste erscheinen. Der Anteil der zuvor entfernten Produkte an der
Empfehlungsliste wird als Trefferquote oder auch ,Hitrate” bezeichnet.

3.3.2 Response-Verfahren

Im laufenden Betrieb wird Uberprift, wie die Kunden auf die berechneten Empfehlungen rea-
gieren. Dieses Verfahren ist aufwandiger und erst durchfihrbar, wenn die Empfehlungen be-
reits im Shop angezeigt werden. Mit Hilfe von Clickstream-Aufzeichnungen muss dazu die
Reaktion der Kunden auf die Empfehlungen festgehalten werden: Wie haufig werden die
Empfehlungen angeklickt? Fihren die Empfehlungen zu zusatzlichem Umsatz?

3.4 Optimierung von Empfehlungen

Die von den Algorithmen berechneten persdnlichen Empfehlungen sind in der Regel noch
nicht sinnvoll verwendbar. Sie missen zunachst im Rahmen des Onlineprozesses optimiert
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werden. Dabei werden zum Beispiel Saisonartikel, nicht auf Lager befindliche Artikel oder Ar-
tikel, die der Kunde schon gekauft hat, herausgefiltert. Umgekehrt lassen sich Artikel auch ge-
zielt anbieten, z.B. Artikel, die dem Verkaufer eine héhere Marge bringen oder die aus ande-
ren Grunden abverkauft werden sollen. Die Mdglichkeiten hierbei, aber auch die Anforderun-
gen an eine sinnvolle Optimierung, sind vielfaltig [Leimstoll/Stormer 2007]. In den folgenden
Abschnitten werden die wesentlichen Aspekte der Optimierung von Empfehlungen beschrie-
ben.

3.4.1 Alpha-Wert im Item-based-Collaborative-Filtering-Algorithmus

Im Rahmen der PerseCA-Il-Teilprojekte wurden verschiedene Alpha-Werte fur den Iltem-
based-Collaborative Filtering-Algorithmus nach Deshpande und Karypis [2004] getestet. Die
Ergebnisse weichen kaum voneinander ab. Mit gut abgestimmten Empfehlungssystemen las-
sen sich durchaus Trefferquoten in Hohe von 60 % und mehr realisieren [Leimstoll/Alioski
2008; Quade et al. 2008], d.h. 60 % der tatsachlich gekauften Produkte werden empfohlen,
wenn man den Kauf zu Testzwecken vorab aus den Daten eliminiert (siehe 3.3.1).

Im Allgemeinen scheinen Alpha-Werte zwischen 0.3 und 0.6 gute Ergebnisse zu bringen.
Welcher Alpha-Wert passend ist, muss im Einzelfall geprift werden. Eine allgemeinglltige
Empfehlung Uber die exakte Hohe des Alpha-Wertes kann nicht abgegeben werden. Bislang
ist noch unklar, wovon die optimale H6he des Alpha-Wertes bestimmt wird.

3.4.2 Gute und schlechte Scouts

Eine Methode, um personalisierte Empfehlungen zu verbessern, besteht im Erkennen von so
genannten ,Scouts" [Mohan et al. 2007]. Haufig werden fur die Berechnung von Empfehlun-
gen alle Produkte herangezogen, die ein Kunde in einem Shop in einem bestimmten Zeitraum
gekauft hat. Es kann aber sein, dass nicht alle diese Produkte zu guten Empfehlungen fuhren.
Deshalb wird zwischen guten und schlechten Scouts unterschieden. Gute Scouts haben eine
positive Aussagekraft fur Empfehlungen, wéhrend schlechte Scouts kaum eine oder sogar ei-
ne negative Aussagekraft haben.

Schlechte Scouts kénnen "berechnet” und dann bei der Berechnung der Empfehlungen weg-
gelassen werden. Die Basis fur die Berechnung der Empfehlungen bilden dann nur die guten
Scouts. Der Scout-Ansatz setzt damit eine relativ grosse Datenmenge voraus, weil das Weg-
lassen der schlechten Scouts eine Reduktion der Daten bewirkt, die flr die Berechnung von
Empfehlungen letztlich genutzt werden koénnen.

Zur ldentifizierung der schlechten Scouts muss aus der vorhandenen Bewertungsmatrix — wie
schon bei der Hitrate-Berechnung (siehe 3.3.1) — ein Testset extrahiert werden. Auf den Ubri-
gen Daten (dem Trainingsset) werden anschliessend die Produktadhnlichkeiten berechnet.

3.4.3 Berlcksichtigung alterer Daten

Zur Berechnung von Produktahnlichkeiten werden in der Regel moglichst viele Daten bend-
tigt. Haufig besteht das Problem aber nicht in einer zu geringen Anzahl an Datensétzen, son-
dern in einer zu geringen Besetzung der Bewertungsmatrix. Daher empfiehlt es sich, fir die
Berechnung der Ahnlichkeitsmatrix alle greifbaren Daten heranzuziehen, auch wenn Kaufe
schon langer zuriickliegen. Dies steigert die Chance, eine Matrix mit h6herer Besetzungsdich-
te zu erhalten. Zur Ermittlung der personalisierten Empfehlung, also fur die Berechnung der
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personlichen Top-N-Liste, sollten dann aber nur die K&ufe herangezogen werden, die nicht zu
weit zurtickliegen. Eine Empfehlung fiir die Lange des optimalen Zeitraums kann nicht gege-
ben werden, weil zu viele Einflussfaktoren das Ergebnis beeinflussen. Dazu z&hlen zum Bei-
spiel die Datenlage insgesamt, die Veranderlichkeit der Kaufgewohnheiten im Zeitablauf, die
Unterschiede in den Kaufgewohnheiten der einzelnen Kunden oder die Heterogenitat des An-
gebots. Im Einzelfall ist durch Tests zu ermitteln (3.3), welche Datenbasis zu den besten Er-
gebnissen fuhrt.

3.4.4 Schwellenwerte zur Beurteilung der Gute der Empfehlungen

Um unpassende Empfehlungen zu vermeiden, kénnen Schwellwerte angegeben werden.
Schwellenwerte sagt aus, ab wann eine Ahnlichkeit keine Bedeutung mehr hat. Es werden
dann nur Artikel mit einer ausreichend grossen Ahnlichkeit beriicksichtigt.

Das Problem dabei ist die Berechnung des Schwellenwertes. Er kann im Prinzip nicht allge-
meingultig bestimmt werden, denn eine Ahnlichkeit kann auch bei einem hohen Wert zu un-
passenden Empfehlungen fiihren. Aber es gibt ein anderes Vorgehen, wie man potenziell
nicht so gute Ahnlichkeiten ausfiltern kann (siehe dazu 3.4.5).

3.4.5 Regeln zum Aussondern von Ahnlichkeiten

Bisweilen kénnen auch hohe Ahnlichkeitswerte zu ungeeigneten Empfehlungen fiihren. Dies
ist der Fall, wenn Produkte nur sehr selten gekauft wurden, also wenn ein Produkt und das
vermeintlich &hnliche Produkt dazu z.B. weniger als drei- bis viermal gekauft wurden; oder
wenn zwei Produkte immer nur von den gleichen zwei bis drei Kunden gekauft wurden. In die-
sen Fallen sagen die Ahnlichkeitswerte wenig aus und sollten ausgefiltert werden. Ein solche
Filterung wird idealerweise auf die Ergebnisse des Empfehlungssystems angewendet, bevor
die Daten im ERP-System abgespeichert werden.

3.4.6 Produktgruppen berlicksichtigen

Bei heterogenen Produktgruppen (z.B. Haushaltsgerate, Schuhe, Wein in einem Shop) kann
es Sinn machen, mit den Empfehlungen innerhalb einer Produktgruppe zu bleiben. Aufgrund
des paarweisen Vergleichs bei der Ahnlichkeitsberechnung kann diese wie gewohnt (iber das
gesamte Sortiment durchgefuhrt werden. Die Auswahl von Produktgruppen, aus denen eine
Empfehlung letztlich stammen soll, kann durch Filterung erfolgen, wenn die Top-N-Listen er-
stellt werden oder auch noch spéter, sofern die Top-N-Listen zun&achst tUber die gesamte Pro-
duktpalette erstellt wurden.

3.4.7 Weitere Optimierungskriterien

Um gute Empfehlungen zu erhalten, kann die Top-N-Liste nach weiteren Kriterien gefiltert
werden [Leimstoll/Stromer 2007]. Auch hierbei ist im Einzelfall ist zu prifen, welche Kriterien
Sinn machen:
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Produkte, die der Kunde bereits gekauft hat, werden ausgefiltert. Dies verhindert, dass ei-
nem Kunden, der einen Fernseher gekauft hat, erneut ein Fernseher angeboten wird. In
der Regel macht es nur in Branchen mit Wiederholungskdufen Sinn, auch Produkte zu
empfehlen, die der Kunde schon kennt.

Saisonprodukte, die nicht der aktuellen Saison entsprechen, werden ausgefiltert. Dies ver-
meidet, dass im Sommer Streusalz empfohlen wird.

Es kann Sinn machen, Produkte hoher Unterschiedlichkeit in den Empfehlungen anzuzei-
gen. Die Top-N-Liste wird dann so umgeordnet, dass Produkte mit hoher Unterschiedlich-
keit nach oben ricken [Ziegler et al. 2005].

Mit Hilfe einer Umordnung der Top-N-Liste kdnnen ferner Verkaufsstrategien umgesetzt
werden:

e Marge: Der Verkaufer ist in der Regel daran interessiert, Produkte mit héherer Marge
zu empfehlen

e Qualitat: Der Verkaufer ist in der Regel daran interessiert, hochwertige Produkte zu
empfehlen, um die Kundenzufriedenheit zu sichern und Servicekosten zu vermeiden.

o Verfuigbarkeit: Der Verkéaufer ist in der Regel mehr daran interessiert, Produkte zu ver-
kaufen, die ab Lager verflgbar sind, als Produkte beim Lieferanten neu zu ordern.

3.4.8 Referenzprozesse fir die Optimierung personlicher Empfehlungen

Eine geeignete Reihenfolge der Arbeitsschritte, die im Rahmen der beschriebenen Berech-
nungs- und Optimierungsprozesse zu durchlaufen sind, lassen sich in Form eines Referenz-
prozesses darstellen. Er wird in zwei Teilprozesse unterteilt: Die Offline-Berechnung (Abb.
3.3) und die Online-Filterung und -Sortierung (Abb. 3.4).
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4 Demonstrationsanwendung myLandscapes

Um die Unterschiede zwischen Content-based Filtering und Collaborative Filtering zu veran-
schaulichen, wurde im Rahmen des Projekts PerseECA Il eine Demonstrationsplattform ge-
schaffen. Die webbasierte Anwendung ,myLandscapes” (Abb. 4.1) zeigt und erlautert am Bei-
spiel einer Fotogalerie, wie Ahnlichkeiten zustande kommen und wie sie sich je nach Berech-
nungsverfahren unterscheiden.

“ Fachhochschule Nordwestschwalz

CE | EM | Home | Kortakt Hoschschiste fir Wirtschaft

mylandscapes...

perscnalisierungs demonstrator | beta 0.8

Username

Password

I -0

{etzt registrieren

Benutzemame oder Fasawert nicht korrekt

yLandscapascht

Willkommen bei myLandscapes.ch, Hallo! Das erste Mal hier?
dem Perzonalizierungs-Demonstrator des Competence Center E-Business Bazel der Fachhochschule Mordwestzchweiz Um myLandscapes zu nutzen mizsen
Sie zich zun&chst registrieren. Dabei

myLandscapes in Kiirze reicht ein frei gevvahitter Benutzername
Fiel von myLandzscapes izt ez, anhand eines einfachen, anwendungzorientierten Beispiels aufzuzeigen, wie die Hutzung  S0WIE &in Passwart. Nachdem Sie dig
won Kundenprofilen und inshesonders dis Personalisierung im E-Commerce funktioniert. &nztelle der in den erzten zehn Bilder angezehen und

meizten E-Commerce Applikationen oder E-Shops angebatensn Produkte werden hier Landschaftshider - alzo Landscapes Rewertet haben, kann's losgehen.

Abb. 4.1: Fotogalerie myLandscapes

myLandscapes ist unter der folgenden URL zugéanglich:
www.mylandscapes.ch

Benutzer miissen ein Konto eréffnen und mindestens zehn Fotos bewerten. Anschliessend
werden (ber Nacht Ahnlichkeiten zwischen Bildern und zwischen Usern berechnet. Am
nachsten Tag kann der Benutzer seine personlichen Empfehlungen einsehen und nachvoll-
ziehen, weshalb ihm diese Empfehlungen gemacht werden.
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5 Der Profil-Browser

5.1 Sinn und Zweck des Profil-Browsers

Der Profil-Browser ist ein webbasiertes Tool, das Informationen aus Transaktionsdaten gra-
fisch oder tabellarisch aufbereitet. Dies ermdglicht eine Ubersicht beispielsweise (ber das
Kaufverhalten von Kunden oder die Anzahl von Produkten, die pro Einkauf eingekauft werden.
Aus den Transaktionsdaten kdnnen ausserdem Produkt-Empfehlungen berechnet und darge-
stellt werden.

Die Motivation fur die Entwicklung des Profil-Browsers war der Wunsch, Profildaten sichtbar
zu machen. Normalerweise sind Profildaten in komplexen Systemen, wie etwa ERP-Systemen
— gespeichert und daher nur einem ausgewahlten Nutzerkreis zuganglich. Dies gilt auch flr
die in den PerseCA-Projekten aufgebauten Kundenprofile. Ohne eine Sicht auf diese Profile
waére auch nicht erkennbar, zu welchen Ergebnissen beispielsweise die Empfehlungsalgo-
rithmen fihren, die im Rahmen des Projekts entwickelt und eingesetzt wurden.

Mit dem Profil-Browser sollte folglich eine Applikation geschaffen werden, die mit Hilfe der ent-
wickelten Algorithmen aus den Transaktionsdaten (Inputprofile) Ergebnisse berechnet und
darstellt (Outpuprofile). Diese Applikation steht als Beispielanwendung auch den Projektpart-
nern zur Verfiigung. Sie kann quasi als eine kleine Business-Intelligence-Anwendung betrach-
tet werden, die Transaktionsdaten verdichtet und nach verschiedenen Dimensionen darstellt.

Anwender kénnen eigene Transaktionsdaten in den Profil-Browser einlesen und daraus Aus-
wertungen erstellen oder Empfehlungen berechnen. Diese Daten kdnnen anschliessend zum
Beispiel im Telefonmarketing genutzt werden. Ruft ein Kunde an, kann im Profil-Browser
nachgesehen werden, was er in einem bestimmten Zeitraum gekauft hat, in welchen Mengen
er bestellt, wie gross sein Umsatz ist etc. Mit den berechneten Empfehlungen kénnen ihm
auch Vorschlage gemacht werden, welche Produkte fir ihn interessant sein kénnten.

Der Profil-Browser ist unter der folgenden URL zuganglich:

www.fhnw.ch/wirtschaft/iwi/profil-browser

5.2 Aufbau der Applikation

Der Profil-Browser ist modular aufgebaut und lasst sich dadurch gut erweitern. Die meisten
Funktionen sind im Source-Code dokumentiert und als JavaDoc verfligbar. Dieses Kapitel gibt
einen Uberblick tiber den Aufbau des Profil-Browsers und der verwendeten Technologien.
Ausserdem werden die einzelnen (Auswertungs-)Funktionen beschrieben und aufgelistet, wel-
che Java-Klassen zu den Funktionen gehdren. Dies ist fur Entwickler hilfreich, die wissen wol-
len, welche Klassen in welchen Funtkionen verwendet werden.

Dieses Kapitel wendet sich hauptsachlich an Entwickler und Personen, die sich mit den ver-
schiednen Java-Technologien auskennen. Einzelne Begriffe werden deshalb vorausgesetzt
und nicht naher erlautert.
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5.2.1 Verwendete Technologien

Der Profil-Browser baut auf dem Webapplikations-Framework Struts 2 auf. Struts ist ein Open
Source Framework fur Java-Webanwendungen. Es verarbeitet HTTP-Anfragen in einem stan-
dardisierten Prozess und unterstitzt so die Entwicklung von Webanwendungen. Das Ziel von
Struts ist die Trennung der Prasentations-, Daten- und Anwendungslogik.

Tab. 5.1: Ubersicht tiber die verwendeten Technologien

Applikationsserver Apache Tomcat 5.5.23

Datenbank MySQL 5.1.11

Datenbankanbindung JDBC

Programmiersprachen JavaSE 1.5, JSP, Ajax, JavaScript, HTML
Webapplikations-Framework Apache Struts 2

Java Chart Library JFreeChart 1.0.8

Das zentrale Steuerelement bei Struts?2 ist das struts.xIm. In diesem wird definiert, welche Ac-
tion-Klasse nach einem Aufruf aus der JSP-Datei aufgerufen wird.

5.2.2 Datenbankmodell

Die Struktur der Daten lasst sich in drei Tabellen abbilden. Abb. 5.1 zeigt das daraus entste-
hende Datenbankmodell.

benutzer transaktion_[user_ID] similarity_[user_ID]
i PK |i
PK |user_ID PK |id 1 0.1 id
username customer_Name product_ID1
password 1 1 customer_ID product_ID2
firstname product_Name similarity
lastname product_ID
company preis
email menge
role datum
bestell_Nr

Abb. 5.1; Datenbankmodell

Tabelle benutzer: In dieser Tabelle sind die Anwender gespeichert, die den Profil-Browser be-
nutzen durfen. Der Profil-Browser kontrolliert beim Login, ob die Person in dieser Tabelle er-
fasst ist und ob das Passwort korrekt ist.

Tabelle transaktion_[Nummer]: Diese Tabelle wird automatisch erstellt, sobald ein Benutzer
Transaktionsdaten in den Profil-Browser lIadt. Die Daten werden in dieser Tabelle gespeichert
und bilden damit die Basis fur die verschiedenen Auswertungen. Die [Nummer] ist die User_ID
des Benutzers. Pro Benutzer kann eine Tabelle transaktion_[Nummer] erstellt werden.
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Tabelle similarity_[Nummer]: Diese Tabelle wird automatisch erstellt, sobald ein Benutzer aus
seinen Transaktionsdaten Empfehlungen berechnen lasst. Die berechneten Ahnlichkeiten
werden in dieser Tabelle abgelegt. Die [Nummer] ist die User_ID des Benutzers. Pro Benutzer
kann eine Tabelle transaktion_[Nummer] erstellt werden.

5.2.3 Funktionen und ihre Klassen

Die folgenden Unterkapitel beschreiben die einzelnen Funktionen des Profil-Browsers. Die
Klassen, die fur die einzelnen Funktionen erforderlich sind, werden den Bereichen grob zuge-
ordnet.

5.2.3.1 Login, Logout und Benutzerverwaltung

Neue Benutzer mussen in der aktuellen Version des Profil-Browsers direkt in der MySQL-
Tabelle ,Benutzer* angelegt werden. Fir das Login werden der Benutzername sowie das
Passwort benttigt. Der Benutzername muss eindeutig sein. Die Anwender kénnen alle ihre
Daten mit Ausnahme des Benutzernamens selbst &ndern.

Wenn das Login erfolgreich ist, wird eine Session gedffnet. Diese wird entweder beim Logout
oder nach 20 Minuten Inaktivitat geléscht. Anschliessend muss der Benutzer sich wieder neu
anmelden. Die Session ermdglicht die eindeutige Identifizierung des Benutzers wahrend der
Dauer der Sitzung.

Bendtigte Klassen: LoginAction, LogoutAction, User und EditUserAction.

5.2.3.2 Import und Verwaltung von Transaktionsdaten

Es ist moglich, Dateien sowohl als CSV (Comma Seperated Value) oder als XML-Datei zu im-
portieren.

Import von Daten im XML CP/2-Format

Fur den Import von Daten aus einer XML-Datei muss diese im CP/2-Format vorliegen. Dieses
Format wurde im Rahmen des PersECA-II-Projektes definiert (2.2). Dieses Format beschreibt
einen XML-Standard fur die Beschreibung von Transaktionsprofilen.

Import von Daten im CSV-Format

Fur den Import von Daten im CSV-Format mussen die Daten mit einem Semikolon (;) von ein-
ander getrennt sein (Excel-CSV-Standard). Der Aufbau der CSV-Datei ist folgendermassen:
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Tab. 5.2: Aufbau einer CSV-Datei fur den Import

Kunden- Kunden-ID Produkt- Produkt-ID Produkt- Menge Kauf- Bestell-
name name preis datum Nummer
H. Mus- 159874 Stradivari 65402 15862.00 1 11.02.2008 5623
termann
H. Mus- 159874 Kopierpapier 15001 2.50 4 11.02.2008 5623
termann 80g Natur-

weiss
Emilie 159821 Biroschere 12015 13.75 1 28.03.2008 6589
Kaufgern gross, weiss

Die Angabe von ,Kundenname“ und ,Produktname” ist freiwillig, wird jedoch zwecks einer
besseren Verstandlichkeit der Ergebnisse empfohlen. Sind keine Namen vorhanden, werden
sie mit den jeweiligen IDs ersetzt.

Falls nur das Empfehlungssystem verwendet werden soll, ist ausserdem der Import von Pro-
duktpreis, Menge, Kaufdatum sowie Bestellnummer freiwillig. Die entsprechenden Felder wer-
den dann mit Zufallsdaten aufgefullt.

Anmerkungen zum Import

Die CSV-Dateien werden tber den SQL-Befehl 'LoadDatalnline' eingelesen. Mit diesem kon-
nen grosse Datensatze in kirzester Zeit eingelesen werden. Die XML-Datei wird hingegen
geparst. Dadurch dauert der Import von XML-Dateien bei grossen Dateien um ein vielfaches
langer als der Import von CSV-Dateien.

Bendtigte Klassen:  UploadAction, InputProfile, InputProfile2CSV, InputProfileReaderXML,
ImportCSV2DB, DeleteTransactionsAction

5.2.3.3 Verwaltung und Berechnung von Empfehlungen

Die Empfehlungen werden nach dem Deshpande/Karypis-Algorithmus berechnet (3.2.2.2).
Die Ahnlichkeiten werden in einer eigenen Tabelle abgelegt. Werden sie neu berechnet, wer-
den die zuvor berechneten Ahnlichkeiten automatisch geléscht. Dabei wird die Tabelle ge-
l6scht und anschliessend neu angelegt. Der Benutzer kann die Tabelle mit den Ahnlichkeiten
aus dem Profil-Browser heraus l6schen, wenn keine Berechnungen mehr abgerufen werden
sollen.

Bendtigte Klassen: ComputeRecommendationsAction, ComputeRecommendationThread,
DeleteRecommendationsAction.

5.2.3.4 Auswertung und Darstellung der Transaktionsdaten und Empfehlungen

Transaktionsstatistik

e Anzahl Transaktionen pro Zeitraum: Grafik mit allen Transaktionen (tber alle Kunden und
alle Produkte) in einen bestimmten Zeitraum
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e Umsatz pro Zeitraum: Grafische Darstellung des Gesamt-Umsatzes (Anzahl verkaufter
Produkte multipliziert mit dem jeweiligen Preis) aller Kunden in einen bestimmten Zeitraum

e Warenkorb nach Zeitraum: Durchschnittlicher Wert eines Warenkorbes aller Kunden in ei-
nem bestimmten Zeitraum. Der Warenkorbwert wird folgendermassen berechnet: Umsatz
(siehe oben) geteilt durch die Anzahl Transaktionen.

Transaktionen pro Produkt nach Zeitraum

e Menge pro Zeitraum: Anzahl der Verkaufe eines einzelnen Produkts innerhalb eines be-
stimmten Zeitraums

e Menge pro Transaktion: Anzahl der Produkte, die pro Transaktion verkauft werden

Transaktionen pro Kunde nach Zeitraum

e Anzahl Transaktionen pro Zeitraum: Anzahl der Transaktionen, die ein einzelner Kunde in
einem bestimmten Zeitraum getatigt hat.

e Umsatz pro Zeitraum: Umsatz eines einzelnen Kunden in einem bestimmten Zeitraum.

e Warenkorb nach Zeitraum: Der durchschnittliche Wert des Warenkorbs eines einzelnen
Kunden in einem bestimmten Zeitraum.

Produkte pro Kunde im Detail

e Auflistung der Produkte, der Menge, des Preises und des Kaufdatums der Einkaufe eines
bestimmten Kunden

Kunde pro Produkt im Detail

e Auflistung, welche Kunden an welchem Datum, zu welcher Menge und zu welchem Preis
ein bestimmtes Produkt gekauft haben.

Empfehlungssystem

e Auflistung der Produkte, die einem ausgewahlten Produkt &hnlich sind.

Bendtigte Klassen:  DBQueries, DBUtilities, StatistikData, alle stat_* *Action-Klassen

5.3 Ausblick auf die Erweiterung des Profil-Browsers

Dank des modularen Aufbaus lasst sich der Profil-Browser gut erweitern und um zusatzliche
Auswertungen oder Funktionen erganzen. Nachfolgend ein paar Ideen, mit welchen Funktio-
nen der Profil-Browser in einer nachsten Version erweitert werden kdnnte.

Weitere Algorithmen zur Berechnung von Empfehlungen

In der aktuellen Version des Profil-Browsers werden die Empfehlungen nach dem Algorithmus
von Deshpande berechnet. Es gibt eine Vielzahl von weiteren Algorithmen, die implementiert
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werden kdnnen und die je nach Einsatzart oder -gebiet unter Umstanden bessere Empfehlun-
gen generieren.

Um weitere Algorithmen zu implementieren, muss ein neuer Thread analog dem ,Compute-
ReccomendationsThread" angelegt werden, der den neuen Algorithmus beinhaltet. Uber den
Menupunkt Empfehlungen muss der Benutzer die Mdglichkeit haben, einen oder mehrere der
Algorithmen auszuwahlen. Diese Auswahl kann anschliessend in der ,ComputeRecommenda-
tionsAction“ abgefragt werden, und der oder die verschiedenen Threads gestartet werden. Da
die Algorithmen in verschiedenen Threads berechnet werden, kénnen mehrere verschiedene
Berechnungen gleichzeitig durchgefiihrt werden. Die Resultate werden anschliessend in einer
eigenen Tabelle nach dem Muster 'similarity_xyz_v' abgelegt, wobei xyz der Name des Algo-
rithmus ist und v die ID des Kunden.

Anmerkung: In der aktuellen Version wird die Tabelle nach dem Muster 'similarity_v' gespei-
chert, also ohne Name des Algorithmus.

Variabler Alpha-Wert

Der Alpha-Wert, der zur Berechnung der Ahnlichkeiten nach Deshpande benétigt wird und die
Qualitat der Empfehlungen beeinflusst, ist zurzeit fest auf 0.5 gesetzt. Mehrere Tests haben
gezeigt, dass dieser Wert in der Regel zu den besten Ergebnissen fuhrt. In einer zukinftigen
Version des Profil-Browsers koénnte dieser Wert durch den Anwender oder Administrator frei
gesetzt werden, bevor die Berechnungen gestartet werden.

Testsets

Ein Testset ist eine zufallig ausgewahlte Untermenge der Transaktionsdaten. Die Daten des
Testsets werden von den Ahnlichkeitsberechnungen ausgenommen. Nach dem Berechnen
der Ahnlichkeiten mit den verbleibenden Transaktionsdaten wird tiberprift, ob die Daten aus
dem Testset empfohlen werden. So kdnnte die Gite der Empfehlungen Uberpruft werden.

Benutzerverwaltung

Das Hinzufligen von neuen Benutzern erfolgt zurzeit noch direkt in der MySQL-Datenbank. Es
ist vorgesehen, dass in einer zukinftigen Version ein oder mehrere Administratoren neue Be-
nutzer Uber die Weboberflache administrieren kénnen. In der Tabelle ,Benutzer” gibt es dazu
schon das Feld ,Rolle”, ber das mit einem Integer-Wert verschiedene Rollen und Rechte ge-
steuert werden kénnten. Denkbar sind Rollen wie zum Beispiel Administrator, Superuser und
User. Der Administrator konnte neue Benutzer anlegen und lI6schen, Passworter zurticksetzen
oder Rollen vergeben. Der User kdnnte Daten ansehen und der Superuser Transaktionsdaten
einlesen, Empfehlungen berechnen und Idschen etc.

Momentan kann pro Datenbasis nur ein Benutzer/Login auf die Daten zugreifen. Dies kdnnte
in einer folgenden Version so gedndert werden, dass mehrere Anwender mit ihrem eigenen
Login auf die Daten zugreifen kdnnen.

Dazu konnten in der Datenbank eine Tabelle Gruppe angelegt werden, in der die Anwender
einer oder mehreren Gruppen hinzugefligt wirden. Anstelle der UserID wiirde dann die Grup-
penID verwendet, um Tabellen vom Typ transaktion_[GruppenID] und similarity_[GruppenID]
anzulegen.
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Weitere Auswertungen hinzufiigen

Durch den modularen Aufbau des Profil-Browsers ist es einfach, neue Auswertungsmodule
hinzuzufligen. Wenn zusatzliche Daten zur Verfigung stinden, kénnten zusatzliche Auswer-
tungsmodule geschrieben werden, die auf diese Daten zugreifen, auswerten und darstellen.
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6 Zusammenfassung und Schlussfolgerungen

Einen Schwerpunkt im Projekt PersECA Il bildete die Entwicklung von Empfehlungssystemen
zur Forderung des Cross- und Up-Selling. Als Lésungsansatz erwies sich das Collaborative
Filtering in einer personalisierten Variante als besonders geeignet: Es erlaubt eine Aufteilung
der Berechnungen in Offline- und Onlineprozesse, es erzielt schon mit einfachen Transakti-
onsdaten gute Ergebnisse, seine Anforderungen an die Datenpflege sind gering und nach der
Initialisierung lauft es weitgehend automatisch ab.

Der Initialaufwand besteht zunachst in der Auswahl und Implementierung eines geeigneten
Berechnungsalgorithmus. Anschliessend muss in jedem konkreten Fall systematisch getestet
werden, mit welchen Daten die besten Ergebnisse erzielt werden und auf welcher Basis (z.B.
Transaktionshistorie, Warenkorbinhalt, Clickstream) die Empfehlungen personalisiert werden
sollen. Als besonders wichtig stellte sich heraus, dass die vom System berechneten Ergebnis-
se in einem letzten Schritt mit Hilfe von Filterregeln noch zu optimieren sind. Dabei werden
zum Beispiel Saisonartikel, nicht auf Lager befindliche Artikel oder Artikel, die der Kunde
schon gekauft hat, herausgefiltert. Umgekehrt lassen sich Artikel auch gezielt anbieten, z.B.
Artikel, die dem Verkéaufer eine héhere Marge bringen oder die aus anderen Griinden abver-
kauft werden sollen.

Insgesamt konnte festgestellt werden, dass die Implementierung und Optimierung eines Emp-
fehlungssystems einen aufwendigen Prozess darstellt. Die beschriebenen Profile, Technolo-
gien und Methoden kénnen fir den Aufbau eines solchen Systems herangezogen werden.
Der formulierte Referenzprozess erleichtert die Planung und Durchfiihrung der nétigen Schrit-
te.
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